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Resumo

Através da andlise de Processos de Poisson tem sido possivel realizar de forma sa-
tisfatoria diversos estudos a partir de processos pontuais, com dados provenientes de
contagem. FEntretanto, estes processos limitam-se ao estudo de situacoes com padroes
homogéneos, dificilmente encontrados em dados reais. Este trabalho propds o estudo
dos Processos Log Gaussianos de Cox (LGCP), processo que torna possivel o estudo
de dados com padroes pontuais heterogeneos a partir de uma generalizacao do processo
de Poisson, baseado na realizacao de um campo aleatorio Gaussiano. Foram realizadas
duas aplicagoes para o processo, a primeira em dados simulados de focos de incéndio em
Castilla-La Mancha, Reino da Espanha, com a finalidade de explorar as propriedades
grafico-computacionais do LGCP, bem como a heterogeneidade proposta pelo processo.
A segunda em dados reais de focos de calor e precipitacdo média de chuva no Bioma
Amazonia, Brasil, detectados pelo satélite NOAA 15, entre os anos de 2007 e 2011. A in-
feréncia para esses processos é realizada sob a abordagem Bayesiana, utilizando o método
de Monte Carlo em Cadeias de Markov (MCMC). Os objetivos propostos neste trabalho
foram cumpridos de forma satisfatoria, possibilitando previsoes futuras a respeito dos
dados em estudo.

Palavras-chave: LGCP, MCMC, Pontos de Queimadas, Amazonia.



Abstract

Through the analysis of Poisson processes has been possible to perform satisfactorily
some studies with data point processes counting. However, these processes are limited
to the study of situations with homogeneous patterns, hardly found in actual data. This
research has proposed the study of Log Gaussian Cox Processes, process that makes
possible the study of patterns points heterogeneous data, with a based from Poisson
process with on the realization of a Gaussian random field. We did two applications
for the process, the first with simulated data of outbreaks of fire in Castilla-La Mancha,
Kingdom of Spain, in order to explore the properties of the graph and computational of
LGCP, and study the heterogeneity proposed by the process. The second focuses on real
data of fire points and average rainfal in the Amazon Biome, Brazil, detected by satellite
NOAA 15, between the years 2007 and 2011. The Inference for these processes are carried
out under the Bayesian approach, using the Monte Carlo Markov Chain (MCMC). The
proposed objectives of this work were completed satisfactorily, enabling future predictions
about the data in the study.

Keywords: LGCP, MCMC, Fire Points, Amazon.
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1 Introducao

Processos de contagem sao frequentemente encontrados na natureza e intuitivamente
associados a distribuicao de Poisson e ao processo de Poisson. Entretanto, um processo
simples de Poisson limita-se ao estudo de processos pontuais homogéneos, dificilmente
idenficados em dados reais. Logo, naturalmente surge a necessidade de um estudo mais

amplo e representativo de processos reais.

Moller et al. (1998), Diggle (2003), entre outros autores, propoem uma generalizagao
para este processo: o processo de Cox, que nada mais é do que uma funcao de intensi-
dade de um processo de Poisson como realizacao de um campo aleatério. Moller et al.
(1998) acrescenta ainda que o processo de Cox é “duplamente estocéstico” devido ao seu
surgimento dado em funcao do processo de Poisson e da medida de intensidade aleatoria.
Estes processos sao amplamente utilizados em modelagens de padroes pontuais por sua

capacidade de reflexao e analise a respeito da heterogeneidade em dados ambientais reais.

Assumindo-se que o logaritmo da superficie de intensidade segue um processo gaussi-
ano, é possivel fazer uma aplicacao dos processos de Cox a partir da distribuicao Gaussiana
da superficie de intensidade, obtendo-se, assim, uma rica modelagem de padroes pontu-
ais. Com esta motivagdo Moller et al. (1996) levanta ideias e apresenta resultados de
forma ainda mais definida, a partir de uma aplicacdo em um exemplo do setor florestal,

propondo o modelo Log Gaussiano em um processo de Cox, ao qual propomos estudo.

O objetivo principal deste trabalho serd analisar a aplicabilidade dos LGCP em da-
dos provenientes de contagens, bem como estudar o processo fazendo-se uma abordagem
a partir de métodos Bayesianos. Para isto, serao realizadas aplicacoes do Processo Log
Gaussiano de Cox em dados de focos de calor e queimadas, usados muitas vezes como
uma ferramenta na agricultura, porém responsaveis por alguns prejuizos como o empo-
brecimento do solo, a destruicao da vegetacao, interferéncias diretas em alteracoes na

atmosfera e na satide dos animais.
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Organizacao dos Capitulos

Os Capitulos 1 e 2 correspondem a parte introdutéria do trabalho. No Capitulo 1
discutiremos a proposta de estudo e no Capitulo 2 apresentaremos uma breve revisao
literaria, onde mostraremos alguns trabalhos ja realizados juntamente com um breve re-
sumo de suas propostas de estudo, bem como uma contextualizacao a respeito dos métodos
Bayesianos de analise estatistica. Discussoes a respeito dos Log Gaussian Cox Processes

serao vistas no Capitulo 3.

No Capitulo 4 serao apresentadas duas aplicagoes para os LGCP: Na Secao 4.1 o
Processo Log Gaussiano de Cox serd aplicado a dados simulados correspondentes a Focos
de Incéndio em Castilla-La Mancha, Reino da Espanha. Esta aplicacao nos mostrara as
propriedades graficas de andlise do LGCP, onde sera possivel visualizar a heterogeidade

dos dados, que é o principal motivo de surgimento do processo.

A andlise Bayesiana sera feita com maior enfase na Secao 4.2, onde o LGCP sera
aplicado em dados reais, provenientes do cruzamento entre as variaveis Focos de Calor e
Precipitagdo Média no Bioma Amazonia, Brasil. Nesta aplicagao utilizaremos o método
MCMC tendo por finalidade a obtencao de boas estimativas para o processo. Por fim, o
Capitulo 5 apresentara uma breve conclusao a respeito dos resultados obtidos, bem como

a suestao de estudos futuros.
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2 Revisao de Literatura

A anélise de Inferéncia Estatistica pode ser realizada através de dois tipos diferentes
de abordagem: a Inferéncia classica (ou frequentista), que consiste em obter tais con-
clusoes com base apenas na amostra aleatéria, bem como a Inferéncia Bayesiana, que é
fundamentada em uma “complementacao” desta amostra, a partir de informacgoes obti-
das em experimentos passados. De maneira geral, segundo Pollard (1986), a aproximagao

bayesiana pode ser vista como uma extensao da classica.

A origem dos estudos que envolvem a inferéncia Bayesiana é relacionada ao Reverendo

Thomas Bayes (Figura 1).

Figura 1: Thomas Bayes (1702 - 1761)

Bayes nasceu por volta de 1702, em Londres. Foi um dos primeiros seis ministros
“Nonconformist” ordenados na Inglaterra, pastor da Igreja Crista Presbiteriana e ma-

tematico.

Em 1719, ingressou na Universidade de Edimburgo para estudar teologia e ldgica,
entretanto seus estudos tiveram continuidade em uma universidade escocesa em virtude
de sua formacgao religiosa, pois, na época, os ministros dissidentes foram proibidos de
frequentar as universidades de Oxford e Cambridge. Em 1742, foi eleito membro da

Royal Society.
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Bayes faleceu em 17 de abril de 1761 em Tunbridge Wells, Kent e foi sepultado em

Londres.

Apesar de nao ter publicado obras matemaéticas, o Reverendo tornou-se conhecido por
ter utilizado os conceitos de probabilidade de forma intuitiva, estabelecendo bases solidas
para o estudo da inferéncia estatistica Bayesiana por meio da formulacao do Teorema de
Bayes. Pouco tempo apds sua morte, em 1763, o amigo pessoal de Thomas Bayes, Richard
Price, publicou a obra do Reverendo intitulada “An essay Towards Solving a problem in
the Doctrine of Chances”, Bayes (1763), fazendo com que todos os estudos realizados até

os dias de hoje a respeito da Inferéncia Bayesiana fossem possiveis.

Entre alguns esstudos que utilizam a metodologia Bayesiana, podemos destacar, por
exemplo, Bartolucci (2006). m um estudo de regressao logistica para o nimero de so-
breviventes associado a um tratamento recebido contra uma certa doenca e aos fatores
externos, ele utilizou 5 possiveis modelos (M, My, M3, My e Ms) e concluiu que o modelo
mais completo (M5) possuia a forma de y;; ~ bin(n;;, p;j), com y;;,n;; € p;; 0 nimero de
sobreviventes, o numero total de paciantes e a probabilidade de sobreviventes para o pa-
ciente com condicao i e que recebeu o tratamento 7, respectivamente. Para os parametros
do modelo p, p3', po e pif ele propos uma Distribuigdo a Priori Normal N(0,8), com a

suposicao de que os parametros do modelo sao independentes.

Outro estudo importante foi Queiroz (2004), que produziu uma anélise sobre os fatores
de risco para a contaminagao com o HIV em doadores de sangue. Para isto foi utilizado
um modelo de Densidade Bernoulli para os dados coletados e como andlise bayesiana a

Priori nao-infomativa N(0,0.001) foi estimada.

Souza (2003) em seu texto abordou vérios exemplos de aplica¢ao da inferéncia baye-
siana, entre eles o autor estimou a probabilidade de que o sétimo filho de um casal tivesse
o sexo masculino dado que este casal concebeu seis filhos, dentre os quais a sexta filha
possui sexo feminino e os demais sao do sexo masculino, utilizando uma densidade a Priori
Beta com 3 valores diferentes para os parametros a e (3, para, entao, mostrar que se a
Informagao a priori é vaga, entao a Informacgao a posteriori também o sera, ja que esta
¢ baseada na funcdo de verossimilhanga. Souza (2003) concluiu ainda que, a medida em
que se aumenta a informagcao a priori, mais peso esta informacao terd na distribuicao a

posteriori e menor serd a dependéncia do conjunto de dados.

Freire (2001) utilizou o método bayesiano e estimou para seus dados epidemioldgicos
uma Distribuicao Poisson e uma Distribuicao a Priori Uniforme para o parametro da

Poisson. Com isso fez uma revalidacao de alguns métodos criados para corrigir o viés
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provocado pelo problema da ma classificagao muito comum em estudos epidemioldgicos.

Alexander (2000) propos Distribui¢oes a Priori Gama, Normal e nao-informativa de
Jeffreys em seu estudo sobre um parasita causador da doenca filariose linfatica, utilizando

dados provenientes de uma Distribuicao Binomial Negativa.

Moller et al. (1996) levanta ideia a respeito dos LGCP e mostra que estes processos
fornecem uma classe rica de modelos de padroes com pontos agrupados. Moller et al.
(1998) aborda as propriedades dos processos de Cox, dirigidos por um processo de in-
tensidade Log Gaussian, fazendo uma aplicacao no setor florestal com dados referentes
a 126 mudas de Pinheiro Silvestre em um lote de 10x10m?, e conclui que este ajuste é
o melhor na adequagao aos dados com heterogeneidade estrutural. Moller et al. (1998)
faz ainda uma andlise Bayesiana empirica com respeito a heterogeneidade ambiental dos

dados utilizados.

Paez (2004) propoe uma andlise de modelos para a estimagao e previsao de processos
espago-temporais, a partir de observacoes que apresentam estrutura de correlacao espaco-
temporal. Para isto, Paez (2004) utilizou alguns modelos hierdrquicos que incorporavam
esta estrutura, entre eles o modelo LGCP, baseando-se no artigo de Brix e Diggle (2001),

com uma abordagem bayesiana pelo método de MCMC (Markov Chain Monte Carlo)

Taylor et al. (2011) apresenta um pacote do Software R para a previsao dos processos
espago-temporais Log Gaussian Cox fazendo uma abordagem ao método MCMC e, com
isso, fornecendo um conjunto de fungoes para a implementacao de algoritmos MCMC para

os processos Log Gaussian Cox.

Simpson et al. (2011) apresenta uma abordagem inédita para a realizacdo de inferen-
cias computacionais em processos Log Gaussian Cox, onde propoe estudar diretamente
a probabilidade do processo pontual e nao apenas uma particao do dominio, permitindo

assim o estudo de modelos mais complexos.

Taylor e Diggle (2012) Estudaram a realizacao da inferéncia bayesiana nos Processos
espaciais Log Gaussianos de Cox, assumindo um campo aleatério continuo no espaco, de
duas formas diferentes: pelo método de Monte Carlo Markov Chain (MCMC) e através
da aproximagao Integrated Nested Laplace Approzimation (INLA), com uma aplicagdo
em métodos da estatistica computacional por meio de simulacoes. O estudo teve por
finalidade verificar e comparar o desempenho e a precisao preditiva dos métodos estudados,

verificou-se que, para o estudo proposto, o método INLA mostrou-se mais adequado.



19

2.1 Teorema de Bayes

Considerando-se o parametro 6 desconhecido. Ao se observar uma quantidade aleatéria
X pode-se ter maiores informagoes a respeito do parametro, esta relacao pode ser bem
definida pela distribuigdo amostral p(z|d). Segundo Ehlers (2007), a idéia de que apds
observar a quantidade X = x é aumentada a informacao sobre o parametro 6 pode ser
claramente vista através do Teorema de Bayes, que é a regra de atualizacao utilizada para

quantificar este aumento da informacao:

p(z.0) _ p(x0)p(0) _ p(x|0)p(0)
p(z) p(x) S p(0, x)db

Observa-se que em (2.1) o termo independente de 6 1/p(x) funciona como uma cons-

p(Olr) = (2.1)

tante normalizadora de p(6|z), além disso também pode-se perceber que para cada valor
fixo de x a fungao I(0;x) = p(z|f) fornecerd a verossimilhanga de cada um dos possiveis
valores do parametro 6. Intuitivamente, combinando-se a verossimilhanca e a priori de 6,
p(0), chega-se a distribuigao a posteriori do parametro, que é a forma usual do Teorema

de Bayes, ou seja,

p(0]x) oc 1(0; )p(0) (2.2)

Pode-se observar que a proporcionalidade em (2.2) é uma forma reduzida para a
Equacao (2.1) quando o termo p(x) é omitido, ou seja, p(z) é uma constante normalizadora
e (2.2) é bastante 1til em problemas que envolvem estimagao de parametros. A partir

desta proporcionalidade a constante normalizadora pode ser recuperada como

plz) = / ple.0)d8 = / p(l0)p(6)d8 = Eolp(X|0))

onde esta é a distribuicao esperada para a observacao de x dado 6, conhecida como
distribuicao preditiva, logo, antes de observar a variavel X pode-se verificar a adequagao

da distribuigao a priori por meio de predigoes através de p(z).

2.2 Alguns métodos de analise Bayesiana

Em qualquer estudo estatistico a informagao que é tida a respeito de um parametro
0 é fundamental para sua concretizacao. Na maior parte dos casos 6 é desconhecido, logo

a informacao inicial sobre o parametro # é minima, dai surge a necessidade de um 6 (0
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estimado) preciso e suficientemente representativo para o parametro populacional.

Na analise Bayesiana essa incerteza sobre 6 é representada por meio dos modelos
probabilisticos para o parametro, assim, de acordo com o grau de incerteza do pesquisador,
podem surgir modelos probabilisticos distintos a respeito de @, por isso quantidades obser-
vaveis e os parametros de um modelo sao ambos considerados quantidades aleatorias, o
que faz com que estudos com base nas observacoes ou no parametro sejam adequados a

estudos cientificos.

Desde a discussao inicial de Bayes, a inferéncia Bayesiana tem sido motivo de diversos
estudos e debates, principalmente apds o avanco da computacao que, aliada a estudos
cientificos, impulsionou o interesse, a possibilidade e o avanco de técnicas e aplicagoes

bayesianas.

Pollard (1986) define a aproximagao Bayesiana como um método que busca informagoes

a priori tanto quanto informacoes da amostra e especifica como a informagao a priori

pode ser corrigida a partir dos dados da amostra. Além disso, ressalta que a ideia de
” A “ . ” , . P .

ignoranica” ou “nenhum conhecimento” que é conduzida a uma priori nao-informativa

deve ser utilizada com cautela pois entra em contradicao com sua finalidade, assim a ex-

pressao de conhecimento a priori é melhor vista como uma aproximagao ou representacao

de conhecimento vago do que total ignorancia a priori.

Segundo Paulino et al. (2003) distribui¢ées a priori nao-informativas podem desem-
penhar um papel importante nos estudos bayesianos como gerar informagoes a posteriori,
principalmente quando se parte de um estudo com pouco conhecimento sobre o parametro,
permitir a comparacao de resultados bayesianos com resultados obtidos pela inferéncia
classica, que basea-se apenas no estudo da amostra, ou averiguar a influéncia da distri-

buicao a priori subjetiva, que descreve a informagao verdadeira sobre o parametro.

De acordo com Saraiva (2007), ao longo dos anos e com a investigagdo de vdrias
técnicas, pode-se observar que as ideias e métodos fundamentais foram originalizados
com Jeffreys, ainda segundo ela vale salientar que o ponto de vista de Jeffreys evoluiu
através da escolha de prioris por convencao mais do que pela representacao unica de
ignorancia a priori. A seguir serao mostrados alguns dos principais métodos de estudo

bayesianos para obtencao de prioris.



21
2.2.1 Prioris conjugadas

A partir do conhecimento que se tem sobre a quantidade # pode-se definir uma familia
paramétrica de distribuigoes probabilisticamente representativas para #, com parametros
especificados de acordo com este conhecimento prévio (chamados de hiperparametros para

que sejam diferenciados dos parametros de interesse 6).

Segundo Ehlers (2007), no caso de prioris conjugadas, a ideia geral é que as distri-
buigoes a priori e posteriori pertengam a mesma classe de distribuicoes, fazendo com que a
atualizacao do conhecimento sobre # envolva apenas uma mudanga nos hiperparametros,
assim, a aplicacao do método Bayesiano pode ser dada definindo-se apenas a regra de

atualizacao dos hiperparametros.

Defini¢ao 2.1 Se F' = p(z|),0 € © € uma classe de distribui¢oes amostrais entao uma

classe de distribuicoes P € conjugada a F se

Vp(z|0) € F e p(@)eP=plzx)eP.

Se existe uma constante k tal que k=1 = [[(0;2)df < oo e todo p € P é definido

como p(#) = kl(0; x) entdao P é a familia conjugada natural ao modelo amostral gerador
de 1(6; x).

Alguns termos como “conhecimento vago”, “nao informagao” ou “ignorancia a priori”
sao bastante comuns na estatistica Bayesiana e dizem respeito a especificacao de distri-
buigoes a priori onde é esperado que a informacao obtida com o conjunto de dados seja
dominante, no sentido em que a priori é “vaga”. Alguns tipos de prioris nao infomativas

sao dados a seguir.

2.2.2 Priori nao informativa de Bayes e Laplace

Prioris nao informativas sao frequentemente utilizadas quando pouco ou nenhuma in-
formacao esta disponivel. Uma ideia bastante intuitiva para prioris nao informativas seria
supor uma distribuicao a priori constante no espaco paramétrico, ou seja, uma Distri-
bui¢ao Uniforme. Esta ideia motivou Bayes (1763) a sugerir p(6) < k para 6 variando em
um subconjunto da reta, fazendo com que os possiveis valores de 6 fossem equiprovaveis.
Entretanto esta escolha de priori pode ocasionar algumas dificuldades técnicas, Ehlers

(2007) apresenta algumas dessas dificuldades:
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(i) Se o intervalo de variacao 6 for ilimitado, entao a distribui¢ao a priori é imprépria
/ p(0)dh = .

(ii) Se ¢ = ¢(f) é uma reparametrizacado nao linear mondtona de 6, entao p(®) é nao

uniforme, ja que pelo teorema de transformacao de variaveis
do do
p(®) = 200®)) | 55| | -

Entretanto, nem sempre uma priori Uniforme é uma “boa referéncia” como distri-
buicao por ser invariante sobre reparametrizacao. Uma outra Priori nao informativa

frequentemente utilizada foi proposta por Jeffreys (1961) e serd discutida a seguir.

2.2.3 Priori nao informativa de Jeffreys

Para encontrar uma classe de Prioris, Jeffreys utilizou o conceito de medida da In-

formacao de Fischer.

Definicao 2.2 Informacao de Fischer

Considere uma unica observa¢ao X com fungao densidade de probabilidade p(x|0). A
medida de informacao esperada de Fischer de 0 através de X € definida como

o logp(x]G)} |

1(0) = E{ o

Se 6 for um vetor paramétrico define-se entao a matriz de informacao esperada de

Fischer de 6 através de X como

R RaTD)

Este conceito de informacao pode ser associado a uma espécie de curvatura média
da funcao de verossimilhanca, onde, quanto maior é esta curvatura, mais precisa é esta
informagao contida na verossimilhanca, ou ainda, maior o valor da Informagao de Fischer.
Além disso, a informagao I(f) pode ser considerada como uma medida de informagao
global por estar associada a esperanga matematica, tomada em relacao a distribuicao
amostral p(x|f). Uma medida de Informacao local pode ser obtida se ndo tomarmos o

valor esperado na defini¢ao acima.

Com base nestes conceitos, Jeffreys propos a seguinte definicao para prioris:
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Defini¢ao 2.3 Seja uma observag¢io X com fungao densidade de probabilidade p(x|6). A

Priori ndao informativa de Jeffreys tem funcao de densidade definida por
p(8) o [1(6)]'*.
Se 0 for um vetor paramétrico entdao

p(0) o |det I(8)|"/2.

De acordo com Ehlers (2007), de modo geral a Priori nao informativa de Jeffreys é
obtida fazendo-se o parametro de escala da distribui¢cao conjugada tender a zero e fixando-

se os demais parametros convenientemente.

2.2.4 Distribuicao a Posteriori

Definicao 2.4 Uma Densidade a Posteriori para 6 € dada pela Densidade Condicional

de O, dados os valores amostrais. Assim,

fx 9(377 9)
fo(0lx) = —————=.
ol (0]2) .0
Em que fye(z,0) é a fungao de densidade conjunta para x e ©, dada pelo produto

entre a funcao de verossimilhanca P(z]f) e a funcao de densidade a priori fp(0), e f.(x)

é a distribuicao marginal de x em relacao a densidade conjunta.

Larson (1982) observa que enquanto a densidade a priori expressa nossa crenga sobre os
valores de # antes da amostra, a densidade a posteriori expressa nosso grau de credibilidade

sobre a situacao de 6, dados os resultados da amostra.

2.2.5 Estimadores de Bayes

Em uma amostra aleatoria Xy, ..., X,, tomada de uma funcao densidade de probabi-
lidade p(z|#), com 6 desconhecido, o valor de 6 é estimado a partir dos dados observados
na amostra. Se € O, é intuitivo supor que os possiveis valores de um estimador 0(X)

também devam pertencer ao espaco O.

Um bom estimador é tal que, com alta probabilidade, o erro §(X) — 6 seja bastante
proximo de zero. Associando a cada possivel valor de 0 e cada possivel estimativa a € ©

uma funcao L(a, ) de perda, de modo que quanto maior a distancia entre a e #, maior o
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valor da perda, podendo-se estimar uma perda a posteriori da seguinte forma
B(L(a.0)le] = [ La,0)p(ol)ib.

A regra de estimadores de Bayes consiste em escolher a estimativa que minimiza esta
funcao de perda esperada. Alguns exemplos de funcoes de perda podem ser vistos em
Bernardo e Smith (1994) e O'Hagan (1994).

2.3 Meétodos de Aproximacao Bayesiana

Supondo g(#) como uma fun¢ado particular do parametro ¢, pode-se, convenientemente,

fazer uma abordagem para a Distribuigao a Posteriori, em termos da esperanca de g(0):

Elg(6)[x] = / 9(0)p(61)do,

ou, para o caso em que # é multidimensional, esta abordagem pode ser feita a partir das

distribuigoes a posteriori marginais de 6, por exemplo, para 6 = (61, 03), entao
a1 = [ plolx)dbs

O problema da Inferéncia Bayesiana, de maneira geral, consiste em calcular tais va-
lores esperados, segundo a distribuicao a posteriori de 6. Entretanto, existem funcoes
onde o calculo da integral é bastante complexo, principalmente com a abordagem multi-
dimensional, assim, uma Inferéncia exata e precisa sera possivel apenas se estas integrais
puderem ser analiticamente calculadas. Para o caso onde este calculo de integrais nao é

possivel, deve-se usar, de maneira cautelosa, os métodos de Aproximacao.

A seguir, serao apresentados, de maneira resumida, alguns dos métodos computacio-
nais de aproximagao. Mais detalhes sobre estes métodos podem ser obtidos em (ROBERT;

CASELLA, 1999), (GAMERMAN, 1997), (GAMERMAN; LOPES, 2006).

2.3.1 Meétodo de Monte Carlo

A ideia do método consiste em escrever em funcao de um valor esperado a integral
que se deseja calcular. De modo geral, para o caso em que a integral é a esperanca de

uma funcao g(f), onde 6 tem funcao de densidade definida por p(6),
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b
1= / g(0)p(0)d0 = E[g(0)], (2.3)

de forma que o estimador de Monte Carlo I serd definido por

. ] —
I =g=— ez 9
9= ;1 9(6:)
onde se tem cada 6; independente.

Pela Lei Forte dos Grandes Nimeros, para um n consideravelmente grande, I converge
quase certamente para [

n

L3060 %5 Elg(0)], n - .

n“
=1

Pode-se, entao, concluir que

n? 4
=1
E importante lembrar que o tamanho de n nao se refere ao tamanho amostral dos
dados, e esta dentro do controle do pesquisador. Portanto, a aproximacgao pode ser tao

precisa quanto se deseja, a partir do aumento ou diminuicao no tamanho de n.

2.3.2 Monte Carlo via Funcao de Importancia

O procedimento de Monte Carlo via funcao de importancia, ou, procedimento de
amostragem por importancia, é indicado para os casos em que a simulagao de valores da

distribuicao a posteriori é bastante dificil, ou mesmo impossivel.

Inicialmente, é preciso recorrermos a uma funcao ¢(6), de ficil amostragem, chamada
fungao de importancia. Se a fungao ¢(f) é uma funcao de densidade definida no mesmo
espaco da variacao de #, entao pode-se reescrever a integral 2.3 como

o) . Te@))
1= [ q”)d‘”‘E[ 200) ]

Neste caso, a esperanca diz respeito a distribuicao de ¢, de maneira que, para uma
amostra aleatoria 61, ..., 8, tomada da distribuicao de ¢, o estimador de Monte Carlo sera

definido por
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com as mesmas propriedades do estimador de Monte Carlo simples.

Alguns cuidados devem ser tomados ao escolher a densidade ¢q. A escolha étima, no

sentido de minimizar a variancia do estimador, é tomar ¢(0) oc g(0)p(6).

2.3.3 Método de Reamostragem Ponderada

Os métodos de reamostragem devem ser aplicados nos casos onde é muito dificil,
ou impossivel, simular valores para as distribuigdes. Segundo Ehlers (2007), a ideia geral
destes métodos é dada em duas etapas, onde, primeiramente, sao gerados valores aleatérios
de uma distribuicao auxiliar conhecida. Esta distribuicao auxiliar, na pratica, geralmente
¢ a distribui¢do a priori, conforme proposto por Ehlers (2007) apud (SMITH; GELFAND,
1992). Na segunda etapa, a proposta é a utilizagdo de um mecanismo de corre¢do para

que os valores obtidos sejam representativos da distribuicao a posteriori.

Entre os métodos de reamostragem, estudaremos a Reamostragem Ponderada. Esta
técnica utiliza as duas etapas acima comentadas, entretanto, diferentemente de alguns

outros métodos de reamostragem, nao ha necessidade de maximizagao da verossimilhanca.

Suponha-se uma amostra 61, ..., 0, da distribuicao auxiliar ¢q. A partir desta amostra,
é possivel construir os pesos

. — _ POix)/q(0:)
b p(0i1x)/a(8;)’

1=1,..,n.

Tomando-se uma reamostra de tamanho m da distribuicao discreta 64, ...,6,, com
probabilidades wy, ..., w,, e assumindo a priori como densidade auxiliar, os pesos se sim-

plificam para
. p(x[0;)
Wi =S oy
Zj:l p(x/0;)

Em ambos os métodos de simulacao citados até aqui, métodos nao iterativos, os

=1,...,n.

valores de estimativa da distribuicao a posteriori sao gerados de forma independente
e com a preocupacao uUnica voltada para o tamanho da amostra, facilitando, assim, a
simulagao. Entretanto, na pratica, € dificil, e muitas vezes impossivel, conseguir encontrar
uma densidade de importancia que seja ao mesmo tempo facil de ser amostrada e uma boa
aproximacao da posteriori. Uma alternativa aos métodos nao iterativos sao os métodos

de Monte Carlo via Cadeias de Markov, descritos a seguir.
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2.3.4 Monte Carlo via Cadeias de Markov

Os métodos de Monte Carlo via Cadeias de Markov (MCMC) também tem como ideia
geral a obtengao de uma amostra da distribuicao a posteriori e o calculo das estimativas
amostrais de caracteristicas desta distribuicao, no entanto, sao usadas tecnicas iterati-
vas de simulacao com base nas cadeias de Markov, fazendo com que os valores gerados
nao sejam independentes. Segundo Ehlers (2007), os métodos MCMC simulam um pas-
seio aleatdério no espaco de #, convergindo para uma distribuicao estacionaria, que é a

distribuicao de interesse no problema.

2.3.4.1 Cadeias de Markov

A definicao de uma Cadeia de Markov estd inteiramente ligada aos Processos de

Markov, por isso, segue a defini¢ao.

Definicao 2.5 (Processo Estocastico) Seja T um conjunto arbitrdrio. Um processo
estocdstico € uma familia Z = {Z(t),t € T}, tal que, para cadat € T, Z(t) € uma varidvel

aleatoria.

Em resumo, Processos Estocasticos sao sequéncias geradas aleatoriamente de acordo
com as leis probabilisticas, em que, se para cada t € T, Z(t) é uma varidvel aleatéria
definida sobre o espago de probabilidades €2, entao pode-se afirmar que Z(t) é uma fungao
de dois argumentos, Z(t,w), com w € e t € T. Esta interpretagdo pode ser vista

na Figura 2.

1,(2)

Figura 2: Representacao Grafica de um Processo Estocastico como uma familia de
Varidveis Aleatérias. Fonte: (MORETTIN; TOLOIL, 2004)

Para cada t € T temos uma varidvel aleatéria (v.a.) com uma distribui¢ao de proba-

bilidade. A funcao densidade de probabilidade no instante ¢; pode, ou nao, ser a mesma
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no instante ¢;, com i = 1,...,n. Além disso, para cada w € 2 fixado sera definida uma

funcao t, ou seja, uma trajetoria do processo.

Uma Cadeia de Markov é um caso particular dos Processos Estocasticos, onde os
estados anteriores do processo nao sao relevantes para as predigoes dos estados seguintes,

desde que o estado atual seja conhecido.

Definigao 2.6 (Cadeia de Markov) Seja o Processo Estocdstico {Xo, X1, ...}, onde cada
X1 = 1,...,t representa uma varidavel aleatoria, com possiveis valores de probabilidade

em um congunto arbitrario T'. X; é Cadeia de Markov se

P(X; € T|Xo, ..., X;-1) = P(X; € T|X,_1).

Ou seja, uma Cadeia de Markov é um processo estocastico {Xo, X7, ...}, tal que a
distribuicao de X;, dados todos os valores anteriores Xy, ..., X;_1, depende exclusivamente
de Xt—l-

O método de simulacao MCMC requer ainda que a Cadeia de Markov seja homogénea
(onde nao ha variagao entre as probabilidades de transicao de um estado para o outro),
irredutivel (em que cada estado pode ser atingido, a partir de qualquer outro estado e em

um numero finito de iteragoes) e aperidédica (onde nao hajam estados absorventes).

Supondo-se uma distribuicao 7(x),x € RY, com pelo menos uma constante multipli-
cativa conhecida, complexa o suficiente para que nao seja possivel a obtencao direta de
uma amostra. Dadas as realizacoes {X(t), t=0,1, } de uma cadeia de Markov onde 7

é a distribuicao de equilibrio, entao
t) t—o0 1 (t)y n—o0
XOZX n(z) e - E 9(X;”) — Er(9(X))
Assim, a média dos valores da cadeia é um estimador consistente para a média tedrica.
Conforme o nimero de iteragoes aumenta, a cadeia “esquece” os valores iniciais e, even-

tualmente, converge para uma distribuicao de equilibrio, fazendo-se com que, na pratica,

algumas iteragoes iniciais sejam descartadas.

2.3.4.2 Algoritmo de Metropolis-Hastings

A ideia principal dos Algoritmos de Metropolis-Hastings consiste em gerar valores de

uma distribuicao auxiliar, aceitando-os dadas suas probabilidades, bem como nos métodos
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de rejeicao. Este processo de reamostragem garante a convergéncia da cadeia para a

distribuicao de equilibrio, que, neste caso, é a prépria distribuicao a posteriori.

Supondo que a cadeia esteja no estado 6, os valores 6 gerados a partir de uma dis-
tribuicdo proposta ¢(.|¢) podem compor a amostra oriunda da distribuigdo a posteriori,
dependendo da aceitacao dada sua probabilidade, onde 6 pode ser um parametro de in-

teresse ou um vetor de parametros.

A partir de uma cadeia de Markov, é gerado um 6 para o préximo estado, dada a
distribuicao ¢(.|d) proposta. O valor " gerado depende dos estados anteriores da cadeia
de modo que #;_, = 9;. Este valor sera adicionado a cadeia e aceito com probabilidade

de aceitagao definida por

N m(6)q(6016)
a(0,0) = min (1, W) , (2.4)

em que 7 é a distribuicao de interesse. A probabilidade 2.4 nao se altera, por isso,

precisamos conhecer m apenas parcialmente, logo, este processo nos da a possibilidade de

gerar uma amostra a partir de uma distribui¢ao nao conhecida.

2.3.4.3 Amostrador de Gibbs

Nos amostradores de Gibbs, ao contrario dos Algoritmos de Metropolis-Hastings, nao
existe um mecanismo de aceitacao pois a cadeia sempre ird se mover para um novo valor.
As transicoes entre os estados da cadeia serao feitas a partir de distribuicoes condicionais
completas m(0;]0_;), onde 0_; = (b1,...,0;_1,0;41,...,04), onde cada 6; pode ser uni ou

multidimensional.

A distribuigao condicional completa é a distribuicao da i-ésima componente de 6,
condicionada em todas as outras componentes. Esta distribuicao ¢ obtida através da

distribuicao conjunta

m(6)

71'((91-\(94) = W

Se as distribuigoes condicionais forem completamente conhecidas, entao o algoritmo
de Gibbs pode ser dado a partir da obtencdo de #®, por meio da especificacio de 71,

através da geracao sucessiva de valores
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01 ~ (6,105,080, 00 Y)

0y ~ m(0:]61", 657, ... 007V

00~ (00,0902,

Cada iteracao se completa apds d movimentos ao longo das componentes de 6. Apds
o final das iteragoes, onde ocorre a convergéencia, os valores resultantes irao compor a
amostra de w(f). O amostrador de Gibbs é, portanto, um caso especial do algoritmo
de Metropolis-Hastings, onde os elementos de # sao atualzados com base na distribuigao

condicional completa, onde a probabilidade de aceitagao ¢ igual a 1.

2.3.4.4 MCMC com Saltos Reversiveis (RJMCMC)

O método MCMC com Saltos Reversiveis pode ser visto como uma extensao dos
algoritmos de Metropolis-Hastings, onde propoe-se novos valores para a cadeia de Markov,
de acordo com a probabilidade de aceitacao estimada. Entretanto, no caso do método
RJIJMCMC, esta proposicao de novos valores podera ocorrer entre espacos com diferentes
dimensoes. O processo ¢é executado a partir dos métodos usuais MCMC, onde, em cada
iteracao realizada, ocorre a atualizacao dos parametros, de acordo com o modelo em

estudo.

Inicialmente, supondo-se que o estado atual da cadeia é (k,0), ou seja, a cadeia estd
no modelo £ com parametros . Nestas condigoes, é proposto, com probabilidade r; ;/, um
novo modelo k" com parametros 6. Assumindo-se que o modelo proposto possui dimensio
maior que o modelo atual, ou seja, n,; > ny, e que o novo vetor parametrico 6 = g(h,u),

em que g ¢ uma funcao deterministica e u é um vetor aleatério com dimensao n, — ny e

)

distribuigao u ~ g(u).

A probabilidade de aceitacio de (k', ') serd definida por

. m(k',0) Ty e ‘89(9, u)
mim | 1, X :
( W(ka 9) rk,k’/q<u) 8<07 u)
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3 Metodologia

Com a classe dos Modelos Log Gaussianos no Processo de Cox, é possivel realizar
um estudo amplo na andlise dos processos temporais de padroes pontuais de Cox. Por
exemplo, estudos relacionados a incidéncia de doengas, ao niimero de imigrantes de uma
localidade, ou ainda as sementes de uma planta em uma determinada regiao, enfim,

qualquer evento relacionado a um processo de contagem.

Definicao 3.1 Processo de Contagem:
Um Processo {N(t),t > 0} € dito ser um Processo de Contagem se N(t) representa o

numero de eventos que ocorrem em um intervalo (0,t) de tempo.

Estudos dentro deste contexto podem ser analisados, segundo Paez (2004), por meio
das proprias observagoes dos eventos e suas contagens em intervalos de tempo ou espaco,
entretanto, os modelos LGCP fornecem uma rica modelagem, o que torna o estudo mais
abrangente e mais cheio de informacgoes. Através dos LGCP ¢é possivel explorar diferen-
tes niveis de agregacao da variavel de interesse principal e, consequentemente, diferentes
quantidades de informagao fornecidas pelo conjunto de dados, tornando possiveis consi-

deracoes a respeito do ajuste do modelo proposto.

Ao se pensar em processos de contagem, pode-se fazer uma breve associacao entre estes
processos e a distribuicao de Poisson, bem como aos Processos de Poisson, intuitivamente.

Logo, segue a definicao de um Processo de Poisson.

Definicao 3.2 Processo de Poisson:
Um processo de contagem {N(t),t > 0} é dito ser um Processo de Poisson com uma taza

A A >0, se:

i) N(0) = 0.

it) O Processo tem incrementos independentes, ou seja, o nimero de eventos que ocor-

rem em intervalos de tempo disjuntos sao independentes.
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iii) O nimero de eventos em qualquer intervalo de tempo com comprimento t seque uma
distribuicao de Poisson com parametro At, isto €, para s,t > 0,

efx\t()\t)n

n!

PIN(t+s)— N(s) =n] = , n=0,1,2..

Em estudos relacionados a processos pontuais, os processos de Poisson desempenham
um papel importante, entretanto, nao muito representativo de processos reais em virtude
da homogeneidade nos processos. Uma generalizacao dos processos de Poisson que con-
sidere a func¢ao de intensidade do processo como uma realizagao de um campo aleatorio
pode representar melhor a heterogeneidade geralmente encontrada nos processos reais. A

esta generalizacao dar-se o nome de Processo de Cox.

Os processos de Cox sao dados em funcao de um processo nao homogéneo de Poisson,
juntamente com uma medida de intensidade aleatéria, chamada por alguns autores de
processo de intensidade, ou de superficie. Moller et al. (1998) define um processo de Cox

com uma funcao de intensidade aleatoria como

Definicao 3.3 Seja um subconjunto X, definido no plano R?. X serd um processo de Cox
com processo aleatorio de intensidade A = {A(s) 15 € Rd}, se a distribuicao condicional

de X dado A é um processo de Poisson com fun¢ao de intensidade A(.).

Assim, pode-se assumir que X serd um processo de Cox com funcao de intensidade
A quando, em conjuntos limitados de Borel B C R, existir a distribuicao condicional de
X|A, onde (X N B) possui distribui¢ao de Poisson com parametro [, A(s)ds finito e nao

negativo.

Abordaremos, em especial, o caso em que A, e portanto X, ¢ fixo e onde a distribuicao

de A é invariante sob transformacoes e, possivelmente, rotacoes em R

3.1 Processos Log Gaussianos de Cox

Em um processo Log Gaussiano de Cox a heterogeneidade dos dados é modelada por

A(s) = exp{Y(s)},

onde Y representa um processo gaussiano, em que a distribuicao conjunta de qualquer
vetor finito (Y(s,), ..., ¥(s,)) € Gaussiana (MOLLER et al., 1997). Além disso, a distribuicao

de XA, é um processo de Poisson, em que A é a funcao de intensidade do processo.
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A medida aleatéria v(B) = [; A(s)ds, para os conjuntos limitados de Borel B C R?,
precisa ser unicamente determinada pela distribuicao de Y e estar bem definida. Para

isto, sera necessario impor a Y algumas condigoes.

Primeiramente, as realizagoes de A precisam ser integraveis. Além disso, impondo a
condicao de que v é dada em funcao de uma alteracao continua de Y, v serd unicamente
determinada por Y pois todas as alteragoes continuas sao indistinguiveis, ou seja, suas

realizagoes sao idénticas e com probabilidade um. Segue também que v(B) < oo.

Por hipétese de estacionariedade e isotropia, a distribuicao de Y (e, portanto, a de X)
é especificada pela média y = E[Y (s)], a variancia 0? = var[Y (s)] e fungao de covariancia
c(r) = Cov(Y(s,), Yisy)), em que 7 = [|s; — s5|| é a distancia euclidiana entre os pontos s;

€ So.

Discussoes mais detalhadas a respeito dos Processos Log Gaussianos de Cox sao apre-

sentadas em (MOLLER et al., 1996), (MOLLER et al., 1997) e (MOLLER et al., 1998).

Neste trabalho segue-se o procedimento abordado por Paez (2004) para estimar o
modelo mateméatico LGCP. Assumindo-se um processo definido no tempo, com s € R? e
definindo-se a funcao de intensidade A como o produto entre a intensidade populacional

p e uma funcao de risco II.

Para a abordagem do LGCP, propoe-se para II um modelo log linear bem como a
implementagao de covaridveis que tratarao da variacao temporal nao explicada por p.

Dessa forma, tem-se a funcao de intensidade do processo definida por

A(t) = p(0)II(?), (3.1)

em que p(t) é conhecido, pois se trata da intensidade populacional, TI(t) = exp [y(t) + 5X(t)],
~ é um processo temporal, X(¢) é um vetor de varidveis explicativas no tempo ¢ e f é um

vetor de coeficientes associados a X.

De acordo com Paez (2004), o processo temporal v é especificado por uma estrutura
auto-regressiva. Fixando-se Flexp (y(t) + 5X(t))] = 1, faz-se com que exp (7(t)) e 5X(t)
assumam o papel de modelar desvios da média do processo de p(t). Deste modo, pode-se
impor a restrigio E[y(t)] = 0,50% que, ainda segundo Paez (2004), assegura o valor 1

para a esperanca fixada.

Com isto, a estrutura auto-regressiva de « sera definida pela Equacao 3.2
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[v(t;) +0,50%] = @p,e; [Y(t;) +0,50%] + (i, t), (3.2)

com e(t;, t;) ~ N(0,77,), em que 77, = o*(1 — ¢} , ), para t; < t; € R, d = 1,2,..., e

@1+, ¢ a correlacao entre y(t;) e y(t;).

Paez (2004) afirma ainda que a correlagao ¢ é definida por uma fungao exponencial
com parametro de decaimento ¢, proporcional a distancia temporal entre dois eventos,

assim

ti—t
D1, = €TP {—Tj] , 6>0 e t<t;eRYVd=1,2, ... (3.3)

Os LGCP tratam-se de processos espaco-temporais, em virtude do espago amostral
em que é possivel realizar aplicagoes deste processo. Aqui, concentra-se a realizacao e
ao estudo deste processo em decorréncia apenas do tempo, que podera ser feita em duas
abordagens diferentes: assumindo-se o tempo continuo ou discreto. Estas duas abordagens

serao discutidas a seguir.

3.1.1 Abordagem LGCP assumindo o tempo continuo

Para a abordagem do LGCP considerando-se o tempo como uma variavel aleatéria
continua, suponha-se o estudo de um experimento aleatorio onde z representa o conjunto

de tempos z = (2(1), ..., 2(T)) de ocorréncia de um evento de interesse.

Assumindo-se z como uma realizagdo do processo Log Gaussiano de Cox Z, com

funcao de intensidade definida por 3.1, logo
A(z(t)) = p(z(I)II(2(t)), com t=1,...T e =z(t) €R?

em que p(z(t)) é a intensidade populacional e I1(z2(t)) = exp [y(2(t)) + X (z(t))].

A fungao de distribuigao acumulada de ocorréncia do evento z(t), dado A e o evento

anterior a z(t), ou seja, z(t — 1), serd definida por (3.4).

A(s)ds) . (3.4)
)

E a dependéncia de v no tempo sera definida assim como em (3.2) por:



35

[V(z(t)) 4+ 0,507 = -1y [V (2(t — 1)) + 0,507 + e(2(t — 1), 2(1)),

em que z(t — 1),2(t) tem distribuicao Normal(O,TZ(t D)t = 2,1, sz(t—n,z(t) é
definido por exp[—21= ¢(t 2)==(t=1)) Tzz(t—l),z(t) é definido por o?(1 — gog(t_l)g(t)) e y(z(1)) ~
N(—0,50% 0?). Assim, dados ¢ e 02, z(t) somente dependerd das observacoes passadas
por meio de z(t — 1).

3.1.2 Abordagem LGCP assumindo o tempo discreto

Considerando-se ainda o mesmo processo de Cox Z definido na sec¢ao anterior, com o
estudo de um experimento aleatério em que z também representa o conjunto de tempos
z = (2(1),...,2(T)) de ocorréncia de um evento de interesse. Suponha-se que nao ha
acesso a informagao sobre o momento exato do tempo de ocorréncia de cada dado coletado

na amostra.

Sendo assim, é mais interessante que os dados sejam observados por meio de agregagoes
em intervalos de tempo, de forma que o processo resposta serd dado em funcao do niimero
de casos reportados durante cada um destes intervalos. Logo, seja y(i) o nimero de
casos observados do evento de interesse no intervalo i = 1,2,...,7T. A série temporal

y=1y(1),...,y(T) é uma realizagdo do processo de Poisson Z onde

y(t) ~ Poisson (/;A(s)ds) L t=1,...,T, (3.5)

com funcao de intensidade
t t
/ A(s)ds ou / p(s)(s)ds, t=1,...,T.
t—1 t—1

Considerando-se o tempo de maneira discreta, pode-se assumir, por consequéncia, que
o modelo matematico nao fard distin¢do entre A(t;) e A(t;) para cada t; e t; pertencentes

ao mesmo intervalo de tempo. Deste modo, pode-se fazer a aproximacao

t
/ A(s)ds = Agpr(t — 1).
t—1

Logo, pode-se escrever a Equacao (3.5) como
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y(t) ~ Poisson (Agp,(t)), t=1,2,...,T (3.6)

em que a intensidade A medida em A, (t), definida por 3.6, nao se refere a intensidade

no inicio do intervalo de tempo ¢, e sim a intensidade média do intervalo de tempo.

O processo temporal v também sera aproximado por intervalo, em que

/t; v(s)ds ~ ~v(t — 1).

A dependéncia de v no tempo é explicada pela mesma estrututa temporal auto-regressiva

de (3.2), com adaptacao ao tempo discreto
[Yapr (t) + 0.506°] = @ [yapr(t — 1) + 0.50%] +€(t), t=2,...,T, (3.7)

em que €(t) tem distribui¢io Normal com média 0 e variancia 72 e ¢ = exp —é) éa

correlagao entre Y, (t) € Yapr(t — 1), constantes para todo t = 2,...,T e 72 = 02(1 — ©?).

3.2 Analise Bayesiana

O ponto inicial de toda andlise Bayesiana se da por meio da estimativa de distribuigoes
a priori para os parametros de interesse do modelo. Em geral, quando nao h& nenhuma
informagao prévia a respeito destas distribuicoes a priori, esta estimativa pode ser feita

de diversas formas, como foi discutido no Capitulo 2.

Particularmente neste trabalho, existe a informacao prévia abordada na tese de dou-
torado de Paez (2004) a respeito de distribuigoes a priori para o parametro /3, o processo

7, e os hiperparametros ¢ e o2.

A seguir serdo apresentadas as prioris obtidas por Paez (2004) para a abordagem
considerando-se o tempo continuo e discreto, bem como serao tecidas as andlises Bayesi-

anas adequadas ao modelo em estudo.
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3.2.1 Priori e posteriori para a abordagem no tempo continuo

Partindo-se da informacao inicial de que as distribuigoes a priori para 8 e ¢ sao,
respectivamente

Bi ~ N (. 03)

¢ ~ Uniforme(ag, by).

Ao invés de especificar uma priori para o, Paez (2004) utiliza a pratica comum de

especificar uma priori para a precisao o~2. Dessa forma, adota-se a distribuicao a priori

o0 ? ~ Gama(a,, by ).

A funcgao de distribuicao acumulada de z, descrita em (3.4), pode ser descrita na forma
da funcao de distribuicao

T

F18,6,0%7) = [ Fz0)|2(t = 1), 8,6,0%,7) f(2(1)|8, 6, 0°,7) (3.8)

t=2

Com relagao ao processo v, vamos agora supor que v* = [v(z(1)),v(z(2)),...,v(z(T))]
seja o conjunto de valores de ~ associados aos tempos de observacao dos eventos. Dessa

forma, pode-se considerar v*(t) = v(z(t)) e v~* como todos os valores de - nao incluidos
em 7, assim, 77 = {y — 7"}, tal que v = (y",777).

A fungao de verossimilhanga descrita em (3.8) ird depender de v por meio de v*. De

modo geral, pode-se escrever a distribuicao a posteriori também em funcao de v*, isto é,
f(B, ¢, 0% 712) o< f(B, ¢, 0,7 |2) F (v *|¢h, 0%, 7). (3.9)

Combinando-se as prioris descritas anteriormente com a verossimilhanga descrita em

3.8, pode-se definir a fungao f(83,¢,c?,v*|z) como

f(B.d.0% " |2) o f(2|B,0,0%,7") f(v'0.0°) f(6) (o) f(B), (3.10)

além disso, dados ¢ e o2, escreve-se f(7*|¢,0?) como
F(1o.0%) o< f(H(T)V(T=1), 6, 0") f(y (T =Dy (T =2),¢,0%) ... f(v*(1)]e?) (3.11)

Nao existe uma forma fechada para a posteriori definida por (3.9), logo, para realizar-

se inferéncias a respeito dos parametros, precisaremos utilizar técnicas computacionais de



38

reamostragem.

3.2.2 Priori e posteriori para a abordagem no tempo discreto

Os parametros de interesse descritos na Secao 3.1.2 sao . ¢ e o2, com distri-
5 ) laprs )

buigoes a priori novamente estimadas por

ﬁi ~ N(H’bvgg)v
¢ ~ Uniforme(ay, by) e

o ? ~ Gamal(a,, by)

Ainda na Segao 3.1.2, vimos que y, dados 3, Yapr, ¢ € 0, tem distribui¢ao poisson. A

funcao de verossimilhanga de y pode ser definida por

T
. (3 - [—p(s E[Wapr(i)+5x]
FWIB. Aapr: 6,0°) o< [ | (p(d)elrorr O 0XTyuicl=rl) } (3.12)

i=1
em que 7,, ¢ novamente o conjunto de valores associados a classes de tempo g, =

(Yapr(1)s Yapr(2)s -+, Yapr (1)), com uma distribui¢do semelhante a 3.10 em uma versao

regularmente espacada em virtude das classes de tempo, definida pela Equagao (3.13)

f(Yapr |, 0?) o S Yapr (T) [ Vapr (T 1), 6, Uz)f(Vapr(T_l)|7apr(T_2)a ¢,0°) ... f(’yapr(l)|‘72)v
(3.13)
em que f(Yapr(T)|Yapr (T — 1), ¢, 02) é definido pela Equacao (3.7)

Uma estimativa para a distribuicao a posteriori pode ser dada por meio do produto en-
tre a funcdo de verossimilhanga (3.12) e as prioris definidas anteriormente. A distribuigao

a posteriori para 3, Yapr, ¢ € 02 é definida por

f(ﬁa'yaph ¢7 02) X f(y|67’70«177“7 qbv 0'2)f(/7apr|¢, UQ)f(UZ)f(¢)f(B) (314)

Assim como na Secao 3.2.1, em que a distribuicao a posteriori nao possui forma fe-
chada, no caso em que o tempo ¢ considerado discreto a distribuicao a posteriori também
nao possui. Deste modo, as técnicas de reamostragem computacional também serao apli-

cadas aqui com o objetivo da realizagao de inferéncias a respeito dos parametros.
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4 Resultados e discussao

Os incéndios e as queimadas florestais sao usados muitas vezes como uma ferramenta
na agricultura, entretanto, sao também responsaveis por alguns prejuizos como, por exem-
plo, o empobrecimento do solo, a destruicao da vegetacao, além de interferirem direta-
mente em alteragoes na composi¢gao quimica da atmosfera (CRUTZEN; ANDREAE, 1990)
e causarem efeito deletério sobre a saiide humana (RIBEIRO; ASSUNCAO, 2002). Neste
capitulo serao apresentadas duas aplicacoes para o LGCP, ambas com dados referentes a

queimadas e pontos de incéndio.

Na secao 4.1 discute-se a respeito de um banco de dados simulados de pontos de
incéndios florestais em Castilla-La Mancha, Reino da Espanha. Nesta aplicagao aborda-
se o tempo de maneira continua, considerando-se as observagoes diarias dentro do inter-
valo continuo de horas, minutos... Além disso, sera possivel visualizar a heterogeneidade
dos dados através da proveniencia de cada observacao (incéndios florestais por meio de
relampagos, ocasionados de forma acidental ou intencional e gerados por meio de causas

desconhecidas).

Apresenta-se na se¢ao 4.2 uma aplicacao dos LGCP em dados reais referentes a quanti-
dade diaria de focos de calor detectados no Bioma Amazonia através do satélite NOAA-15,
considerando-se um campo aleatério gaussiano formado por dados de precipitacao média
diaria de chuva. Nesta aplicacao o tempo sera considerado de forma discreta, contado em
dias desde o dia 1 (referente ao primeiro dia de observagao) até o dia 1048 (referente ao
ultimo dia de observac@o no intervalo de tempo amostrado). Todas as causas dos pontos
de queimadas sao desconhecidas, portanto, nesta aplicacao, a heterogeneidade dos dados

sera desconsiderada.

As anélises apresentadas a seguir serao feitas a partir do pacote lgcp (TAYLOR et al.,
2012), criado para a andlise dos LGCP por meio do Software R (TEAM, 2011). Mais
detalhes sobre este pacote podem ser vistos em Taylor et al. (2011) e Taylor e Diggle
(2012).
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4.1 Aplicacao em dados simulados

Inicialmente realiza-se a aplicagao do LGCP em dados simulados referentes a incéndios
florestais em Castilla-La Mancha, Reino da Espanha, gerados a partir do Software R
(TEAM, 2011).

Pode-se observar por meio da Figura 3 o comportamento dos dados a partir de padroes
pontuais (planar point pattern). Na Figura 3(A) tem-se uma ideia da localizagao de cada
foco de inceéndio, de acordo com a latitude e longitude das observagoes. Com a Figura
3(B) é possivel ver um mapa de suavizacdo do processo. Pode-se notar que em 3(B)
hé uma forte tendéncia de cor exatamente onde 3(A) nos mostra a maior quantidade de

pontos agregados.
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1

75

Figura 3: Dados simulados referentes a Incéndios Florestais em Castilla-La Mancha, Reino
da Espanha. (A) Padroes Pontuais, (B) Densidade estimada.

Pode-se observar por meio da Figura 4 a suavizagao do processo em conjunto com os
pontos agrupados. Esta suavizacgao, segundo Taylor et al. (2011), pode ser interpretada

como uma estimativa para a densidade A(s) do processo.
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Figura 4: Estimativa para a Densidade de A(s) em conjunto com os pontos agregados.
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As Figuras 3 e 4 apresentaram a densidade e os pontos agregados de incéndio sem
que haja distin¢cao entre as causas de cada um dos focos de incéndio. Entretanto, como
visto em secoOes anteriores, a classe dos LGCP nos permite a andlise de conjuntos de
dados com padroes de pontos agregados provenientes de uma heterogeneidade natural.
A Figura 5 nos mostra em (A) os pontos de focos de incéncendio e em (B) a densidade
estimada de acordo com cada uma das causas observadas para a ocorréncia dos incéndios
(incéndios florestais causados por meio de relampagos, de forma acidental ou intencional

e com causas desconhecidas).

relimpagos

reldmpagos acidentais

7000

10000 14000 18000

1000 3000 5000

8000

intencionais causas desconhecidas ) L
intencionais causas desconhecidas

5000 7000

3000

2000 4000 G000 8000

1000

(A) (B)

Figura 5: Padroes pontuais de acordo com as causas de cada incéndio em pontos agregados
(A) e suavizagao para o processo (B).

Nesta aplicagao, tem-se que y representa o indice de quantidade de focos de incéndio,

portanto u = E[y(t)] é a média temporal de focos de incéndio, bem como o>

= var[y(t)]
representa a variancia temporal de focos de incéndio. A especificacao do processo sera
feita, portanto, através da especificagao de estimativas para a média u = Ely(t)], a
variancia 0% = var[y(t)] e funcao de covariancia c(r) = Cov(Y(,), Yi1,)), que serd indicada

pelo parametro 6.

Inicialmente, gera-se uma estimativa para u = E[y(t)] a partir de métodos compu-
tacionais, obtendo-se o valor de 0,845 para o nimero médio de focos de Incéndio em

Castilla-La Mancha. O grafico desta estimativa pode ser visto na Figura 6.

Para a obtencao de estimativas a respeito de 02 e ¢ analisa-se os graficos da funcao
de covariancia exponencial. Estes graficos geram possiveis valores para as estimativas a
medida em que, com o uso do Software R, “move-se” as curvas intituladas “empirica” e
“tedrica”. A escolha de uma boa estimativa é, segundo Taylor e Diggle (2012), aquela

que permita a melhor aproximacao entre as curvas “empirica” e “tedrica” nos graficos da
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Figura 6: Estimativa para a média do processo u = Ey(t)] (Nimero médio de focos de
incéndio em relagao ao tempo).

funcao de covariancia exponencial.

Apoés a andlise de diversas possibilidades para boas estimativas, decidiu-se optar por
02 =13 e ¢ = 2.3, seguindo a proposta de Taylor e Diggle (2012). O grafico da fungao
de covariancia exponencial para estas estimativas pode ser visto na Figura 7, em que
considerou-se o comportamento das curvas “empirica” e “tedrica” o mais aproximado

possivel.
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Figura 7: Gréaficos da Funcdo de Covaridncia Exponencial para as estimativas o2
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1.3

Especifica-se ainda uma estimativa para o parametro de correlagao temporal 6 através

de forma semelhante & andlise utilizada para estimar os valores de 02 e ¢. Foram analisados

graficos de Autocovariancia do processo na busca de uma melhor aproximacao entre as
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curvas “empirica” e “tedrica”’, levando-nos a crér que o melhor valor estimado para 6 é
3,4. Com a Figura 8 pode-se ver, através do grafico de Autocovariancia do processo, uma

estimativa possivel para 6, dados os valores estimados de o2 e ¢.

Autocovariance

250
1

—— Empirica
Tedrica

100
I

Figura 8: Estimativa para o parametro de correlacao temporal 6 = 3.4.

Os valores estimados por meio da aplicacao dos LGCP em dados simulados para

pontos de incéndio em Castilla-La Mancha, Reino da Espanha, podem ser vistos na Tabela

1.

Parametro Estimativa

o2 1,300
& 2,300
[ 0,845
0 3,400

Tabela 1: Parametros estimatimados a partir do LGCP aplicado aos a pontos de incéndios
em Castilla-La Mancha.

Segundo Paez (2004), nao existe ainda uma forma matemaética fechada para os LGCP,
assim, para a realizacao de previsoes a respeito dos dados é preciso utilizar métodos
computacionais. Para a realizacao destas previsoes, deve-se utilizar as estimativas dadas
na Tabela 1, que definem o processo. Entretanto, neste trabalho aborda-se o LGCP
em dados simulados, como visto, e em dados reais. A Secao 4.2 ird realizar a segunda
abordagem deste trabalho, de forma que, realizar previsoes a respeito de dados reais é
mais interessante do que previsoes sobre dados simulados, uma vez que dados simulados
apresentam um comportamento diferente do real. Por isso, possiveis previsoes utilizando

as estimativas dos parametros serao apresentadas apenas na Secao a seguir.
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4.2 Aplicacao em dados reais

Existem no Brasil seis biomas diferentes: a Amazonia, o Cerrado, a Mata Atlantica, a
Caatinga, o Pampa e o Pantanal. Pode-se observar por meio da Figura 9 o mapa brasileiro

com as divisoes aproximadas de cada um destes biomas (MMA, 2013b).

tanal 1,768%
Area Total Brasl  8.514.877 km2

oma Pantanal

Figura 9: Mapa brasileiro com as divisoes dos Biomas existentes no pais - Fonte: Portal
Brasil, Ministério do Meio Ambiente.

Com uma extensao aproximada de 4.196.943 quilometros quadrados, a Amazonia é o
bioma que ocupa a maior parte do territorio brasileiro, ocupando totalmente os estados
Acre, Amapé, Amazonas, Pard e Roraima, bem como 98.8% de Rondonia, 54% do Mato
Grosso, 34% do Maranhao e 9% de Tocantins. Apresenta rios com fluxo intenso, florestas
densas e com vegetacao alta, chuvas torrenciais com uma precipitacao média anual entre
1500mm e 1700mm aproximadamente (ANJOS et al., 2012). Além disso caracteriza-se pelo

clima equatorial, quente e imido, com uma temperatura média de 25°C'.

O bioma Amazonia é a maior reserva de biodiversidade do mundo. O Brasil possui,
no bioma Amazonia, cerca de 60% da Bacia Amazonica, que é a maior bacia hidrografica
do mundo (cobre aproximadamente 6 milhdes de K'm?, tem 1.100 afluentes e é reponsdvel
por escoar aproximadamente 20% do volume mundial de dgua doce). Estima-se que este

bioma abrigue mais de um terco das espécies que vivem sobre a Terra (MMA, 2013a).

Na Amazonia, segundo Ignotti et al. (2007), a queima de biomassa decorrente do
desmatamento e dos demais fatores é bastante intensa. Na agricultura brasileira o uso
do fogo é utilizado como uma tecnologia agricola nos sistemas de producao, desde o
preparo das terras até a pré e pds colheita (MACHADO; ALVES, 2011) apud (MIRANDA et
al., 2006), entretanto, queimadas e desmatamentos estdo entre os principais fatores que

causam impactos sobre o clima e a biodiversidade (JUSTINO; ANDRADE, 2000).
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A seguir sera apresentada a aplicacao em dados reais de focos de calor e precipitacao
média de chuva, detectados diariamente pelo satélite NOAA-15 (National Oceanic and
Atmospheric Administration), entre o periodo de agosto de 2007 até agosto de 2011. Os
dados foram fornecidos pelo Centro de Previsao do Tempo e Estudos Climéticos (CPTEC)
do Instituto Nacional de Pesquisas Espaciais - INPE.

Pode-se observar na Figura 10 a densidade dos pontos agregados para as varidveis
quantidade diaria de focos de calor no Bioma Amazonia em conjunto com a precipitacao
média didria. Em seguida, a Figura 11 apresenta em (A) os pontos agregados de focos
de queimadas e precipitacao média e em (B) a suavizagdo do processo. Note que na
primeira aplicacao todas as andlises graficas sao apresentadas a partir do mapa de Castilla-
la Mancha, dadas as latitudes e longitudes, enquanto nesta segunda aplicacao as analises
graficas sao apresentadas de forma mais simples por nao haver acesso a latitude e longitude
dos focos de queimadas em nosso banco de dados, portanto as figuras serao apresentadas
a partir das unidades de medida escalar densidade estimada (eixo “y”) versus quantidade

de pontos agregados (eixo “x”).

0.0030
I

0.0020
I

Densidade

0.0010
I

0.0000
|
|
|
|

T T T T
0 1000 2000 3000 4000

Quantidade de pontos agregados

Figura 10: Densidade para os dados de quantidade de focos de calor e a precipitagao
média no Bioma Amazonia.
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Figura 11: Dados de focos de calor em padroes pontuais (A) e com a suavizacao do
processo (B).
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A Figura 10 apresenta indicios de existéncia de uma grande quantidade de pontos
agregados entre as variaveis em estudo, em virtude do “pico” na densidade entre o intervalo
de 0 a 1000 pontos agregados. Esta ideia pode ser reforcado por meio da Figura 11, onde
pode-se observar a grande massa de pontos agregados entre as varidveis focos de calor e
precipitagdo média por meio dos pontos agrupados mostrados em 11(A) e da cor intensa
em 11(B). Isso nos dé indicios de acreditar em uma boa associacdo entre estas duas
variaveis, ou seja, acreditar que elas estao diretamente relacionadas. Assim, o ajuste dos
dados por meio do LGCP parece ser indicado para estudo e andlise do processo. A Figura

12 mostra o agrupamento entre a densidade e a os pontos de focos de calor.

0.1

0 400

0.02

0 1000 2000 3000 4000

Figura 12: Suavizacao do processo em conjunto com os pontos agregados de focos de calor
e precipitacao média.

Inicialmente, tem-se a estimativa de u = FE[y(t)] conforme apresentado na Figura
13, em que y(t) representard agora a quantidade de focos de calor, que é nossa variavel

resposta.

1.10
|

Média de quantidade de focos de calor
0.90
|

T T T T T T
0 200 400 600 800 1000

Tempo
Figura 13: Estimativa para a média do processo u = E[y(t)].

Assim como na primeira aplicagao deste trabalho, estimam-se valores para os parametros
por meio de uma analise em diversos graficos para a funcao de covariancia exponencial.

A Figura 14 apresenta o comportamento das curvas “empirica” e “tedrica” no gréfico da
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funcao de covariancia exponencial para o2 e ¢ estimados pelos valores 2.4 e 6.0, respecti-

vamente.
exponential covariance function exponential covariance function
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Figura 14: Gréficos da Funcao de Covariancia Exponencial para as estimativas o2 = 2.4

(A) e ¢ = 6.0 (B)

A estimativa para o parametro de correlacao temporal § também serd definida de
forma semelhante & anélise utilizada para estimar os valores de 02 e ¢. Foram analisados
graficos de autocovariancia do processo na busca de uma melhor aproximacao entre as
curvas “empirica’ e “tedrica’, levando-nos a crér que o melhor valor estimado para 6 é 2.1.
A Figura 15 apresenta o grafico de autocovariancia do processo para a melhor estimativa

encontrada para 6, dados os valores estimados de o2 e ¢.
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Figura 15: Estimativa para o parametro § = 2.1.

Pode-se observar por meio da Tabela 2 as estimativas para os parametros referentes
a quantidade de focos de calor no Bioma Amazonia. Estas estimativas definem o LGCP,

tornando possivel a realizacoes de inferéncias a repeito das variaveis em estudo.
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Parametro | Estimativa
o? 2,40
10) 6,00
W 2,88
0 2,10

Tabela 2: Parametros Estimatimados a partir do LGCP aplicado aos pontos de focos de
calor no Bioma Amazonia.

Estas estimativas definem o modelo do processo. Entretanto, como ja visto anteri-
ormente, nao ha ainda uma forma matematica fechada para o LGCP, por isto apenas
as estimativas nao sao suficientes para realizar previsoes sobre os dados, mas sao funda-
mentais para a utilizacao dos métodos computacionais. Para a obtencao dos resultados
a serem apresentados a seguir, foram realizadas 120000 iteragoes em um computador
com processador Intel® Core™ i3-350M, 2.27GHz, com 4GB de meméria RAM e HD de
500GB.

Para realizar previsoes sobre os dados de focos de calor e precipitacao média no
Bioma Amazonia foi preciso, inicialmente, fazer uma minimizacao no grid destes dados.
Anteriormente o grid era um retangulo com representatividade para a area em que houve
queimadas no Bioma Amazonia, aproximadamente. Com esta extensao de grid nao seria
possivel realizar uma simulacao no Software R, seriam necessarios muitos dias para que o
Software realizasse todas as iteracoes. Faz-se entao uma redugao no grid, passando a ter
aproxidamente o equivalente a uma area de 128 K'm x 128 K'm, com isso as iteragoes foram
realizadas em aproximadamente 6h29min. Obviamente, esta reducao ocasionou também
uma perda de informacgao no conjunto de dados, entretanto tornou-se possivel realizar a
aplicacao do método computacional LGCP para a andlise dos dados. O novo grid com

padroes pontuais é apresentado na Figura 16.
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Figura 16: Padroes pontuais e densidade estimada com um grid de dados 128 x 128.
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Com o novo grid, os valores estimados anteriormente para os parametros do LGCP
provavelmente nao serao mais bem representativos para o modelo, em virtude dos dados
“descartados”. Sera feita uma nova estimativa com base no grid utilizado, a partir dos

graficos da funcao de covariancia exponencial.

exponential covariance function exponential covaniance function

—— Empirica —— Empirica
Tedrica Tedrica

(A) (B)

Figura 17: Gréaficos da Funcao de Covariancia Exponencial para as estimativas 02 = 1,5

(A) e ¢ = 3,6 (B).

A Figura 17 apresenta os graficos para a funcao de covariancia exponencial, a partir
do novo grid, para as estimativas 02 = 1,5 e ¢ = 3,6. As novas estimativas obtidas para
0% e ¢ implicam em uma nova estimativa também para 6 e u. A Figura 18 apresenta o

grafico para a autocovariancia do processo, a partir das novas estimativas.
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Figura 18: Estimativa para o parametro ¢ = 3, 8.

A Tabela 3 apresenta as novas estimativas para os parametros referentes a quantidade
de focos de calor no Bioma Amazonia. A partir destas estimativas serao feitas inferéncias

a respeito dos dados.
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Parametro | Estimativa
o? 1,500
10} 3,600
I 1,125
0 3,800

Tabela 3: Novos parametros estimatimados para LGCP.

Pode-se observar por meio da Tabela 4 uma comparacao entre os valores obtidos com
a previsao LGCP e os valores reais observados para a quantidade de focos de calor no

Bioma Amazonia no periodo de tempo indicado.

Tempo Quantidade de Focos de Calor
Dia Data Observada Reamostrada
817 | 23/03/2010 1 0

818 | 24/03/2010
819 | 25/01/2010
820 | 27/03/2010
821 | 29/03/2010
822 | 01/04,2010

B DN = Ot =
| O =D

Tabela 4: Comparacao entre os valores observados e previstos para a quantidade de focos
de calor no Bioma Amagzonia.

A Figura 19 apresenta em (A) o risco relativo, em (B) os erros associados a este risco

relativo e em (C) a intensidade média de Poisson.
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Figura 19: Grafico para o risco relativo (A), os erros associados ao risco relativo (B) e a
intensidade média de Poisson (C).

A partir da Figura 19 é possivel verificar a qualidade no ajuste dos dados reamostrados.
Nas Figuras 19(A) e (B) o risco relativo e os erros associados ao risco sao dispostos de
maneira aleatdria, além disso, na Figura 19(C) a intensidade média de Poisson parece ser
semelhante a densidade real dos dados amostrados vista na Figura 16, o que gera indicios

para crer em um ajuste representativo para os dados reais.
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4.2.1 Diagnéstico MCMC para os LGCP

Os métodos MCMC tem como ideia geral a obtengao de uma amostra da distribuicao
a posteriori e o calculo das estimativas amostrais de caracteristicas desta distribuigao.
Utiliza-se nesta Secao o método MCMC aplicado ao LGCP por meio de técnicas iterativas

de simulagao.

A Figura 20 apresenta a série temporal para a reamostra obtida por meio do método
MCMC aplicado ao LGCP. Em 20(A) pode-se observar a série para os 20000 valores simu-
lados a partir da cadeia. Em 20(B) é apresentada a série temporal para a representagao
de uma amotra da cadeia, onde pode-se observar a variacao entre os valores da série do
tempo para a amostra. Estes valores nao permanecem perto de um mesmo ponto, ou seja,

a série parece apresentar estationariedade, gerando indicios de convergéncia.
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1 1 1
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Iteragio

(A) (B)

Figura 20: Série temporal para a representacao da Cadeia de Markov. (A) Série para os
20000 valores gerados pela cadeia, (B) série para uma amostra de cadeia com 1000 valores
simulados.

A Figura 21 apresenta o grafico da funcao de autocorrelagao para os valores gerados
da cadeia. Os valores gerados por meio das iteracoes em uma cadeia de Markov sao, por
definicao, correlacionados. Em algumas situacoes estes valores podem ser altamente corre-
lacionados e em geral a autocorrelacao sera positiva, ocasionando pouco ganho em termos
de informagao no armazenamento de todos os valores simulados da cadeia, essa situagao
pode ser observada em 21(A). Torna-se, entdo, mais interessante realizar inferéncias a
partir de uma amostra da cadeia, em busca de uma andlise mais representativa para os
dados reais. Em 21(B) pode-se observar a autocorrelacdo para uma amostra dos valores

gerados.
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Figura 21: Gréficos para a fungao de autocorrelagao. (A) Autocorrela¢ao para os 20000
valores gerados pela cadeia, (B) autocorrelagao para uma amostra de cadeia com 1000
valores simulados.

Uma avaliacao da estacionariedade da cadeia pode ser obtida por meio de uma anélise
grafica para a evolucao da mediana no decorrer das iteragoes. A Figura 22 apresenta uma
representacao grafica para a evolucao no 1° e 3° quartis ao longo das iteracoes. As linhas
pontilhadas representam as medianas da cadeia, enquanto a linha continua representa
os valores gerados. Pode-se observar que ha indicios de estacionariedade na cadeia, em

virtude da nao-correlagao apresentada entre as medianas e os dados por ela gerados.

0 200 400 600 800 1000

IteracBes

Figura 22: Representacao grafica para a evolug¢ao da mediana no decorrer das iteragoes.

O diagnéstico de Geweke considera uma cadeia de Markov de tamanho 7' para, uti-
lizando técnicas de analise espectral, fornecer um diagnéstico para a auséncia de con-
vergéncia. Este diagndstico basea-se em um teste para a diferenca de médias de primeira

e ultima parte da cadeia de Markov, geralmente primeiros 10% e dos ultimos 50%, onde
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a hipotese nula testa se as duas partes da cadeia pertecem a uma mesma distribuicao.
Para isto, utiliza-se a estatistica de teste Z — score normalizado. A Figura 23 apresenta
a analise grafica para a estatistica de Geweke em uma amostra da cadeia, dando indicios
de convergéncia em virtude do comportamento de cada Z — score dentro dos limites de

(—2,2).
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Figura 23: Grafico da estatistica de Geweke para um dos conjuntos de cadeias.

A Figura 24 apresenta o grafico de diagndstico Gelman-Rubin, que consiste em consi-
rerar M cadeias de Markov de tamanho 7', geradas a partir de M pontos iniciais dispersos
e comparar a variancia das M cadeias com as médias das variancias de cada uma das ca-
deias. As igualdades entre estas variancias indicam a convergéncia da cadeia. A Partir

da Figura 24 pode-se observar que ha indicios de convergéncia para a cadeia de Markov

em estudo.
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Figura 24: Grafico da estatistica de Gelman-Rubin para o conjunto de cadeias.
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A Figura 25 apresenta o histograma para a quantidade de focos de calor no bioma

Amazonia, a partir da reamostra obtida pelo MCMC aplicado ao LGCP.
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Figura 25: Histograma para a quantidade de focos de calor no bioma Amazonia.
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5 Conclusao

A classe dos Modelos Log Gaussian no Processo de Cox torna possivel a realizacao
de um estudo amplo na anélise de processos com padroes pontuais. Estudos dentro deste
contexto podem ser analisados por meio de métodos ja bastante conhecidos, entretanto,
os modelos LGCP fornecem a possibilidade de um estudo mais abrangente e, consequen-
temente, mais cheio de informacoes em virtude da exploracao dos diferentes niveis de

agregacao e diferentes informacgoes fornecidas pelo conjunto de dados.

Através da aplicagao dos LGCP em dados simulados, na Segao 4.1, foi possivel vi-
sualizar claramente a heterogeneidade proposta pelo processo. Realizamos o estudo com
base na latitude e longitude dos focos de incéndio, possibilitando uma boa anélise visual
dos mapas. Além disso, utilizamos dados provenientes de diferentes fontes (incéndios flo-
restais causados por meio de relampagos, de forma acidental ou intencional e com causas
desconhecidas) e com diferentes quantidades de informagcao fornecidas, mostrando assim
a viabilidade na utilizacao do LGCP nas mais diversas areas que utilizam processos de
contagem como base de dados. Fizemos ainda a estimativa dos parametros do processo de
forma empirica por meio do pacote lgcp (TAYLOR et al., 2012) , obtendo como estimativas
02=1,3,6=2,3, 1=0,845¢ 0 = 3, 4.

Na Secao 4.2 o LGCP foi aplicado em dados reais das variaveis Quantidade de Focos de
Queimadas e Precipitacao Média de Chuva no Bioma Amazonia, mostrando a adequagao
do processo a dados provenientes de contagens como variavel resposta (quantidade de
focos de queimadas) em conjunto com um campo aleatério gaussiano (precipitagao). Nesta
aplicacao exploramos os graficos sem que houvesse a nescessidade da latitude e longitude
dos pontos, aplicando os padroes pontuais em uma janela com a area aproximada de
pontos. Obtivemos as estimativas de forma satisfatéria com o = 1,5, ¢ = 3,6, u =
1,125 e # = 3,8. Além disso, utilizamos o método Bayesiano de reamostragem MCMC,

possibilitando um bom diagnoéstico com relagao aos dados.

Os objetivos propostos neste trabalho foram cumpridos de forma satisfatoria no estudo
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sobre o LGCP, bem como nas aplicacoes realizadas em dados reais e em dados simula-
dos, possibilitando previsoes futuras para a incidéncia de pontos de incéndio no Bioma
Amagzonia e de quaisquer outros dados com padroes pontuais em que o LGCP possa ser
aplicado. Logo, o trabalho teve resultados satisfatérios que contribuem positivamente
para a tentativa de reducao da incidéncia de Focos de Calor e pontos de Queimadas,

minimizando, consequentemente, os impactos ambientais ocasionados por estes focos.

As maiores dificuldades encontradas na realizacao deste trabalho foram a analise Baye-
siana do Processo, por nao ter sido possivel determinar uma forma fechada para a Distri-
buicao a Posteriori dos parametros, assim como a andlise computacional para o MCMC
aplicado ao LGCP. Como estudos futuros, sugerimos métodos computacionais que tornem
possivel a andlise dos processos com maior rapidez e sem que haja perda de informagcao

proveniente dos dados.
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