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Resumo

O Pdlo Gesseiro do Araripe em Pernambuco é responsavel por 97% da producéao
nacional de gesso e a principal fonte de energia para o processo de calcinagdo da
gipsita, matéria prima para producdo de gesso, € a lenha proveniente da Caatinga,
vegetacdo natural da regido. Devido aos altos custos de outras fontes de energia
elevar a producdo de gesso implica em aumentar o desmatamento da Caatinga.
Uma solucdo econbmica e ambiental para esse problema é a implantacdo e o
manejo sustentado de povoamento de espécies nativas ou o reflorestamento com
espécies florestais de rapido crescimento. Dentre as florestas de rapido crescimento,
0 género Eucalyptus se destaca por sua alta producdo e adaptabilidade ao
semiarido nordestino. O objetivo deste trabalho € estimar o volume de clones de
Eucalyptus spp no Pdélo Gesseiro do Araripe empregando a metodologia de Redes
Neurais Artificiais (RNAs) comparando-a com o0s modelos volumétricos de
Schumacher e Hall e Spurr. Os dados séo referentes a um experimento implantado
na Estacdo Experimental do Instituto Agronémico de Pernambuco, onde foram
testados 15 clones de Eucalyptus spp plantados em 2002 e com o corte final em
2009. A funcéo de interesse estimada foi o volume da arvore (V) em relacdo do
diametro a altura do peito (DAP), altura total d arvore (Ht) e tipo de clone. Também
foi avaliado o ajuste dos melhores modelos por tamanho de amostra. Os resultados
foram avaliados com o coeficiente de determinagéo ajustado (R%;), raiz quadrada do
erro médio percentual (RMSE%), o erro padrédo da estimativa (Syx%) e analise dos
graficos de dispersao do residuo. Os resultados obtidos no trabalho confirmaram a

expectativa mostrando a eficiéncia dos ajustes independe do tamanho da amostra.

Palavras-chave: Manejo Florestal, Modelos Volumétricos, Redes Neurais Artificiais.



Abstract

The Araripe Gypsum Pole in Pernambuco is responsible of 97% of national
production of plaster. The main source of energy for the gypsum calcination process,
raw material for plaster production is the wood from the natural vegetation of
Caatinga. Due to the high costs of other energy sources, increasing the gypsum
production implies more deforestation of the Caatinga. An economic and
environmental solution for that problem is the implementation and the sustainable
management of native species or the reforestation with fast growing forest species.
Among the fast growing forest the genues Eucalyptus stands out for it productivity
and adaptation of the Northeast semi-arid region. The objective of this study was to
estimate the volume of the Eucalyptus spp clones in Gypsum Araripe Pole employing
the methodology of Artificial Neural Networks (ANN) comparing it with the volumetric
models of Schumacher and Hall and Spurr. Data came from an experiment implanted
in the Experimental Station of the Agronomic Institute of Pernambuco, where was
tested 15 clones of Eucalyptus spp planted in 2002, with final cut in 2009.The
function of interest estimated was the volume of the tree in function of the diameter at
the breast height (DBH), total height (Ht) and the clone type. It was also valued the
adjustment of the best models for sample size. The results were evaluated with the
adjusted coefficient of determination (R%;), square root of the percentual mean error
(RMSE%), standard error estimate (Syx%) and an analysis graphic of the residues.
The obtained results confirmed the expectation showing efficiency of adjustments

independent of the sample size.

Keywords: Forest Management, Volumetric Models, Artifitial Neural Networks.
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Capitulo 1: Introducéo

O local de maior producdo de gesso no Brasil, com destaque mundial por seu
depdsito de reservas e qualidade de sua gipsita esta situado no Nordeste, no estado
de Pernambuco. Uma parte dessas reservas que obtém condicbes mais favoraveis
de aproveitamento econdmico se encontra na regiao do Araripe, que se localiza na
fronteira dos estados do Piaui, Ceara e Pernambuco (SOBRINHO et. al., 2003) no
arranjo produtivo local (APL) denominado de o Pdlo Gesseiro do Araripe que é
responsavel por 97% da producéo nacional de gesso. A principal fonte de energia
para 0 processo de calcinacdo da gipsita, matéria prima para o gesso, que é
submetida a altas temperaturas, € a lenha proveniente da Caatinga, vegetacéo
predominante na regiao. (SILVA, 2008/2009)

Devido aos altos custos de outras fontes de energia, elevar a producao de
gesso implica em aumentar o desmatamento da Caatinga. Uma solugdo econémica
e ambiental € a implantacdo e o manejo sustentado de povoamento de espécies
nativas ou o reflorestamento com espécies florestais de rapido crescimento.

Segundo Riegelhapt e Pareyn (2010), 80% da lenha consumida no Polo
Gesseiro do Araripe tem origem ilegal, desta forma, estima-se que 11.229 ha séo
explorados, anualmente, sem consentimento dos 0Orgdos ambientais. Segundo
Campello (2011), o diagnostico realizado pelas empresas calcinadoras de gipsita do
Araripe revelou que os reflorestamentos energéticos representam apenas 0,1% da
matriz energética sendo a maior parte das outras fontes ilegais e pouco viaveis do
ponto de vista econdémico.

Diante disto, as novas fontes energéticas renovaveis foram consideradas
como opcdes viaveis e umas das acdes realizadas para concretizar essas opc¢oes foi
o estabelecimento de experimentos com clones de Eucalyptus spp em 2002.

Inimeras espécies de rapido crescimento sdo utilizadas nos planos de
reflorestamento energético, porém as do género Eucalyptus se destacam devido a
diversidade, o rapido crescimento, o diversificado aproveitamento de sua madeira e
facil adaptagéo a diversas condigBes ambientais.

E importante, destacar a necessidade de um bom planejamento na
implantacédo das florestas energéticas, de modo a garantir os beneficios ambientais

(diminuicdo da presséo exercida nas florestas nativas), econémicos (maior retorno
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financeiro) e sociais (elevacdo do numero de empregos diretos e indiretos na regido
de implantagdo). A estimagdo mais precisa da produtividade das florestas
energéticas de Eucalyptus spp contribuira, sem duavida, para melhorar o
planejamento do abastecimento de energia na regiao.

Existem inUmeros métodos utilizados para estimar o volume de madeira em
florestas. Os métodos tradicionais usam principalmente os modelos volumétricos
ajustados por meio de analise de regressao linear e ndo linear. Nos ultimos anos,
resultados satisfatérios tém sido obtidos ao empregar como ferramenta Redes
Neurais Artificiais (RNA) (BINOTI, 2012).

As RNAs sdo modelos matematicos que solucionam problemas simulando o
funcionamento do cérebro humano. A utilizacdo de algoritmo de aprendizado para
solucéo de um problema é uma das propriedades mais importantes nas RNA.

Uma caracteristica importante nos modelos de RNA € nao precisar de
suposicao sobre as relacdes das variaveis utilizadas no ajuste do modelo.

O manejo florestal passa por transformacdes com a evolucédo do tempo e com
isto ha a necessidade do aprimoramento de ferramentas, com resultados viaveis e
mais precisos. Assim, o uso da inteligéncia artificial por meio de RNA na pesquisa
florestal, apresenta-se como uma nova ferramenta, apresentando resultados
favoraveis e sendo util na tomada de decisbes (LIMA, 2014).

Dentro dos principais trabalhos desenvolvidos, podem se citar: Uso de RNA
na avaliacdo funcional de estradas florestais.(OLIVEIRA 2008); Uso de redes
neurais artificiais como uma alternativa para mapeamento de biomassa e carbono
organico no componente arbéreo de florestas naturais (Schoeninger et al. 2008);
Ajuste do modelo de Schumacher e Hall e aplicacbes de redes neurais artificiais
para estimar volume de arvores de eucalipto (Silva et. al. 2009); Estimacdo do
volume de arvores utilizando RNA (Gorgens et al. 2009); Discriminagdo de
populacdes com diferentes graus de similaridade por RNA (Pereira 2009);
Configuracéo de redes neurais artificiais para estimacao do volume de arvore (Binoti
et al. 2014)
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1.10bjetivos

a) Estimar o volume de clones de Eucalyptus spp no Pdélo Gesseiro do
Araripe empregando a metodologia de Redes Neurais Artificiais (RNAS)
Comparando o resultado com os modelos volumétricos de Schumacher e

Hall e Spurr.
b) Verificar a eficiéncia das RNA em diferentes tamanhos de amostra.
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Capitulo 2: Revisao da Literatura

2.1. Caracterizacéo do Pdélo Gesseiro do Araripe

O Pélo Gesseiro do Araripe estd localizado na regido do Araripe e
corresponde a 18% da area do estado de Pernambuco, fronteira com os estados do
Ceard e Piaui. Compreende os municipios de Araripina, Bodoco, Exu, lpubi e
Trindade, que comp&em a microrregido de Araripina.

A gipsita matéria prima na industria do gesso, € explorada nessa microrregiao
sendo considerada a de melhor qualidade no mundo, com a pureza do minério
variando entre 88% e 98% (SOBRINHO et al., 2003; BALTAR et al., 2003; ARAUJO,
2004). A producéao de gesso na regiao representa 97% da atual producdo nacional.

A lenha proveniente da Caatinga € a principal fonte de energia para o
processo de calcinagdo da gipsita e na maioria das vezes, é explorada de forma
ilegal. Segundo Atecel (2006), a matriz energética do Polo Gesseiro do Araripe &
muito diversificada e usa aproximadamente, 3% de energia elétrica, 5% de 6leo
diesel, 8% de 6leo BPF (baixo poder de fuséo), 10% de coque e 73% de lenha. Nas
pequenas empresas gesseiras, a dependéncia da lenha é quase que total. Essas
estatisticas relatam a alta dependéncia do Polo Gesseiro da energia proveniente das
florestas. Se a isto se soma o0 vertiginoso aumento da producdo de gesso nos
altimos anos (5,6 milhdes de toneladas em 2014), entende-se a aceleracdo da
degradacgédo da vegetacdo nativa (Caatinga). Por outro lado, o plantio de florestas
energéticas pelo estabelecimento de espécies de rapido crescimento é uma forma
de contribuir a atender a maior demanda energética (lenha) na regiao.

Ha muitos anos a producdo de gipsita no Araripe vem se destacando no
Brasil. Os fatores que contribuiram para essa evolucdo sao de ordem natural, como
a facilidade de transporte e a facilidade de extracdo a céu aberto. Essa atividade
econbmica gera para a regidao 13,9 mil empregos diretos e 69 mil indiretos,
resultantes da atuacdo de 174 industrias de calcinacdo e 42 minas de gipsita que
geram um faturamento anual na ordem de R$ 1,4 bilh6es/ano (SINDUSGESSO,
2014).
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2.2. Florestas energéticas: as plantacbes de  Eucalyptus

As florestas energéticas sdo estabelecidas com o objetivo de fornecer
biomassa florestal, lenha e carvdo de origem vegetal além de ter funcgbes
secundarias como evitar a pressdao do desmatamento sobre as florestas naturais
(SEBRAE, 2015).

As florestas energéticas atendem dez por cento (10%) da demanda em
energia priméria do Brasil (BRASIL, 2013). Sdo numerosas as espécies direcionadas
a producado de energia, substituindo a madeira oriunda de florestas nativas; dentro
delas pode citar espécies como leucena, angico, bracatingas e espécies do género
Eucalyptus.

As espécies do género Eucalyptus se destacam pelas suas caracteristicas
(elevada taxa de crescimento, facilidade de reproducédo, qualidade da madeira e
adaptacdo ao clima e solo da regido) e sdo as mais utilizadas no estabelecimento
das florestas energéticas no Brasil. O género Eucalyptus € originario da Austrdlia e
Indonésia, chegou ao Brasil em 1825 e desde 1903, € utilizado em atividades
econdmicas. Oferece uma elevada variacao latitudinal, possui mais de 700 espécies
com genotipos adaptados as variadas condicbes de clima e solo (LIMA, 1996;
SILVA, 2008/2009).

O manejo florestal de espécies ou clones desse género na regido do Polo
Gesseiro do Araripe é uma solucdo viavel para diminuir a pressdo sobre a
Caatinga,vegetacao nativa dessa regido, possibilitando a producdo de madeira para
atender as necessidades da industria do gesso com bases sustentaveis.

Habitualmente, equacdes de volume sdo usadas para prever o conteludo
volumétrico de arvores utilizando como variaveis preditoras o diametro a altura do
peito (DAP) e altura total da arvore (Ht). O verdadeiro volume de uma arvore é
calculado geralmente na pratica com a arvore sendo abatida e sdo medidos os
diametros e comprimentos relativos de pequenas secc¢des que tem seus volumes
calculados, utilizando geralmente a férmula de Smaliam, que envolve a média da
area em corte transversal das extremidades grandes e pequenas, vezes O
comprimento da sessao para adquirir o volume cubico. O volume das seccbes €

somado para adquirir o volume da arvore de interesse (BURKHART et. al., 2012).
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2.3. Variaveis dendrométricas

O diametro e circunferéncia a altura do peito (DAP e CAP) sdo medidas
fundamentais para estudos na Engenharia Florestal. Essas variaveis servem como
referéncia para medi¢cdes ou estimacdes da area basal e volume entre outros itens.
A medida mais comum do diametro de uma arvore é o DAP o qual € medido a 1,30m
de altura do ché&o, ponto de medida estabelecido internacionalmente. Quando a
arvore na altura do DAP n&o é circular normalmente adotam-se duas medidas
perpendiculares do didametro na mesma altura, considerando a parte mais larga e a
mais estreita para obter a média estimando o valor do DAP. (ENCINAS et. al., 2002).

Qualqguer corte transversal na superficie do fuste resulta na area transversal
da arvore, se essa area for calculada em funcdo do DAP é denominada a area

basimétrica da arvore (g). A férmula para o calculo dessa variavel é:
7l
g= DAPZ.Z (2.1)

A altura total de uma &rvore (Ht) é uma variavel fundamental, junto com o
DAP, para estimacdo do volume da madeira. A altura total (Ht) da arvore é a
distancia vertical desde o chéo até o apice da copa. Ha varios métodos de medicéo
para a altura, o de estimacdo é o que utiliza de instrumentos (hipsémetros),
dependendo das condi¢Oes de trabalho os erros nas estimativas variam entre -5% e
+5% do valor real. (ENCINAS et. al., 2002). Recentemente esses aparelhos tem
avancado contendo dispositivos eletrbnicos o que estdo agilizando as leituras
(CAMPQOS; LEITE, 2009)

E dificil identificar a forma do tronco de uma arvore. Arvores com altura e
diametro iguais podem apresentar volumes diferentes se a forma dos troncos for
diferente. Com o objetivo de simplificar o calculo, foram estabelecidas na literatura
férmulas gerais com resultados satisfatorios no calculo do volume. Ha muitas opcoes
para calcular o volume sdlido da tora, uma opg¢do bastante conhecida no meio
florestal € o método de Smalian (Figura 2.1). A tora é dividida em sec¢des e 0 volume
total calculado pela soma dos volumes seccionados. A cubagem rigorosa dessa
formula classica deve ser feita com as arvores derrubadas (LEITE, 2008). Cada

secao e o volume total sdo determinados pelas equacdes abaixo (2.2) e (2.3).

v :(Q“ZQZJJ (2.2)
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€ obter métodos que

f (DAP,Ht)

Vv

Em mensuracédo florestal um dos principais objetivos
de volume se apresenta como:

Sendo, V o volume, da arvore.

~

permita adquirir valores precisos do volume de madeira. A forma funcional para as
equagoes

Figura 2.1: Tora ilustrada com as dimensdes para o calculo do volume. (Fonte: Lisboa et al., 2009).
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2.4 Estimativas volumeétricas

No manejo florestal, as predicdbes do crescimento e producdo tém
tradicionalmente tomado a forma de tabelas comumente conhecidas como "tabela
de volume". Essas tabelas expressam o volume de madeira da arvore esperado
(geralmente em metros cubicos) por combinagBes de caracteristicas mensuraveis
como DAP e Ht. Segundo Vuokila (1965), as origens de sistemas de simulacdo na
area florestal encontram-se no final do século XVIII no desenvolvimento dessas
tabelas de volume na Alemanha.

Segundo Rolim et al., (2006) na década de 80 era comum realizar o calculo
do volume com casca pela férmula do volume cilindrico, corrigido por um fator de
forma igual a 0,7. Entretanto, quando se calcula o volume a partir de modelos
volumétricos ajustados para o local da area de estudo, obtém se melhor preciséo.

Na atualidade, a maioria dos sistemas de determinagdo da produgéo
volumétrica € expressa como equacgdes ou sistemas de equacdes matematicas inter-
relacionadas e ndo como tabelas de volume como antigamente. Um dos motivos
dessa mudanca é a propagacdo dos computadores, que permitiu a passagem de
métodos graficos que eram utilizados para a construgdo das tabelas de volume &
métodos analiticos a partir de 1940 (ALDANA, 2010).

Embora a base seja a mesma e 0os mesmos modelos volumétricos tenham
sido usados também na construcdo das tabelas de volume, € importante expressar
que a mudanca foi observada em dois planos: O primeiro foi na mudanca do método
de ajuste dos modelos, passando de métodos graficos limitados a métodos
analiticos de maior precisdo, menor subjetividade e que possibilitam fazer prognoses
para quaisquer combinacfes desejadas das variaveis de entradas. A segunda
mudanca foi na forma de apresentacdo dos resultados que passaram de tabelas
baseadas em valores médios a equacdes genéricas que ndo podiam ser utilizadas
pela complexidade de realizacédo das estimativas (ALDANA, 2010).

A quantificacdo do volume de madeira em povoamentos florestais é
imprescindivel para a implementacdo de planos de manejo sustentaveis (LEITE;
ANDRADE, 2002). As decisdes de manejo florestal sdo baseadas em informacdes
sobre condic¢des de recursos atuais e futuros (AVERY; BURKHRT, 1995).

Os principais métodos de estimacao de volume séo o uso do fator de forma,

equacdes de volume e funcgdes de afilamento. (COCHRAN, 1965).
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Das trés ferramentas, as mais amplamente utilizadas nas estimativas e
prognoses da producdo madeireira sdo as equacdes volumétricas cujos parametros
sdo determinados por regressao, constituindo um procedimento eficiente para a
quantificacdo da producdo em volume de um povoamento florestal (SANTANA;
ENCINAS, 2004).

Ainda que hajam diferentes métodos de célculos de volume as diferentes
formas do fuste ou a grande quantidade do numero de arvores para obter esse
resultado pode dificultar a identificacdo precisa do volume. Uma alternativa € a
estimacao por meio de equacdes de regressado ou outras técnicas de previsdo como
as redes neurais artificiais (RNA).

A estimativa de equacdes volumétricas criadas especificamente para as
areas de manejo florestal sustentavel constitui uma metodologia eficiente,
econdmica e com precisdo aceitavel para a quantificacdo da producdo em volume
da floresta. (SILVA, 2007).

A maioria das analises quantitativas, para estimacao da variavel volume esta
associada a modelos ajustados de regressédo, podendo ser linear ou nao linear.
Obter informagBes confiaveis como o volume é importante para o planejamento
florestal. Métodos de pesquisa surgem nesse cenario como importantes fontes de
producdo de conhecimento, principalmente para estimacao do volume (SILVA et. al.,
2009).

O fato dos modelos serem empiricos se faz necessario seu ajuste para obter
equacbes adaptadas a diferentes espécies, idades, espacamentos e regides
(PIMENTEL, 1993).

Segundo Machado et al. (2002), nessas equacdes volumétricas, o volume é a
variavel dependente, associado a variaveis independentes de facil mensuracdo na
floresta, como o DAP e a altura.

A regressdo tem como objetivo estimar a variavel dependente, por meio de
uma hipétese a respeito de uma provavel relacdo de causa e efeito entre variaveis
explicativas, DAP e Ht. Uma forma geral de descrever um modelo de regresséo
linear simples é:

Y, =B, +B, X, +¢; (2.5)
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Em que Y; € a variavel de interesse (dependente), X; a variavel explicativa, B,

e B,, sdo os parametros a serem estimados e € é o erro aleatorio.

No caso de um modelo possuir mais de uma variavel explicativa, a expressao
se define como modelo de regresséo linear multipla.

O modelo de regressdo € baseado em algumas suposi¢cbes. As principais
suposicdes recaem sobre o componente erro do modelo, €, cuja verificacédo é feita
por meio dos residuos, €.

i) E(¢)=0,Var(e)=oc>

i) Os erros séo nao correlacionados

i) & ~N(0,0?)

Se i) e iii) ocorrem, entdo a variavel dependente Y é uma variavel aleatéria com
distribuicdo normal com variancia ¢ e média L.

Os modelos lineares sao frequentemente utilizados para aplicagbes em
regressao, com 0 objetivo de relacionar uma variavel resposta a uma ou mais
variaveis explicativas. Entretanto, ha uma classe de modelos que aplicando uma
transformacdo adequada as variaveis, € possivel escrever como funcéo linear dos
coeficientes permitindo a estimacdo dos parametros por meio do modelo de
regressdo linear. Esses modelos sdo conhecidos como linearizaveis (DRAPER;
SMITH, 1998).

O principal objetivo dos modelos de regressdo é a estimacdo dos parametros
desconhecidos £, e B,. Esse procedimento € chamado de ajuste do modelo aos
dados. O valor ajustado estimado de Y € dado pela equacao seguinte:

Vi =Bo +B.X; (2.6)
Residuo é a diferenca entre o0 Y observado e o Y estimado.

~
~

& =YY, (2.7)

& =Y, -Bo—PX, (2.8)

As equacbes de volume estimam o resultado em funcdo do DAP e a Ht,

podendo ser expressa por uma dessas variaveis citadas ou a combinacao delas. A

funcdo com duas entradas, em funcdo do DAP e Ht, € a mais apresentada em
estudos com esse objetivo.
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Ao longo do tempo, o nivel geral de sofisticacdo desses modelos tem
crescido devido a muitos fatores, incluindo técnicas estatisticas mais refinadas de
estimativa, bases de dados em expansao, melhor compreensdo da dinamica da
floresta, e 0 poder crescente e disponibilidade de computadores. (SHAO;
REYNOLDS, 2006).

Muitas técnicas foram incorporadas nos modelos de crescimento e producao
desenvolvidos para a atividade de manejo florestal. Dentro dos principais trabalhos
desenvolvidos, podem se citar: (1) Modelos ao nivel de povoamento (LEAK 1964,
MOSER; HALL 1969, MURPHY; FARRAR 1985); (2) Equacbes e sistemas de
equacdes volumétricas (MOSER 1972, 1974, LEARY et al. 1979, McTAGUE;
STANSFILD 1994); (3) Tabelas de volume nao-lineares (ADAMS; EK 1974), (4)
Cadeias de Markov (BRUNER; MOSER 1973, FRAZIER 1978); (5) modelos
matriciais (BUONGIORNO; MICHIE 1980, SOLOMON; HOSMER 1986,
FAVRICHON 1998), e (6) Técnicas de Redes Neurais Atrtificiais (GUAN; GERTNER
1995; KELLER et al. 1997).

Dois modelos muito utilizados para estimar os volumes das arvores na ciéncia
florestal sdo o logaritmico de Schumacher e Hall e o da variavel combinada de
Spurr, destacando a precisdo e ajustamento obtidos e a facilidade em utilizar
(COUTO, et al.,1999).

A funcédo freqlientemente mais usada para estimar o volume da arvore é a
logaritmica, de Schumacher e-Hall (1933). Essa equacédo pode ser resolvida
diretamente utilizando técnicas de regressdo nao-linear, mas, na pratica, a forma
funcional é geralmente convertida numa forma que é linear nos parametros por meio
da técnica de transformacao logaritimica, aplicando assim a regressao linear na sua
solucdo (BURKHART et al., 2012).

Schumacher e-Hall (1933)
V, =B,. DAP" . Ht 2. ¢ (2.9)

A transformacgdo logaritmica tem a vantagem de estabilizar a variancia do
volume (BURKHART et al, 2012).

LnV, =LnB, +B;. LNDAP, +B,. LnH;t+Lng;, (2.10)
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Numerosos modelos de volume tém sido propostos, mas além do modelo
Schumacher e-Hall uma das mais eficazes € a equacao "varidvel combinada"”, que
combina o diametro a altura do peito (DAP) e altura total (Ht) em um Unico preditor, o
modelo conhecido por Spuur (1952) (BURKHART et al, 2012).

Spurr (1952)
V, =B, +B, . DAP?HL, +¢, (2.11)

Em que:

Ln = logaritmo neperiano

Vi = volume em m? da arvore i

DAP; = diametro a altura do peito (1,3 m de altura), (cm) da arvore i
Ht; = Altura total da arvore, (m) da arvore i

B; = pardmetros do modelo

£ = erro aleatorio, & ~ NID(O,GZ)

A estimativa volumétrica por meio de equacdes é a técnica mais utilizada por
muitos anos no estudo de manejo florestal até os dias de hoje. Muitos autores
contribuiram para a evolucéo cientifica da area estudando o comportamento desses
modelos em diferentes espécies de plantas com destaque para os modelos de
Shumarcher e-Hall e Spurr.

Silva (1977) comparou cinco tipos de modelos, trés lineares e dois nao
lineares, concluindo que o modelo proposto por Shumachere e-Hall foi o mais
apropriado para o estudo.

Guimaréaes (1986) concluiu que o modelo de Schumacher e-Hall dentre outras
trés alternativas demonstrou alta eficiéncia na estimativa do volume de arvores
provenientes de doze povoamentos de Eucalyptus grandis.

Rolim et al. (2006) testaram treze modelos para estimar volume para a
floresta nacional do Tapirapi-Aquiri na Serra dos Carajas e concluiram que o modelo
Schumacher e-Hall apresentou melhor precisao.

Leite (2008) ao estimar o volume comercial de arvores em funcdo do DAP e

Ht, para uma area de floresta de terra firme comparou os modelos de Spurr e
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Shumacher e-Hall identificando que o modelo de Spurr apresentou as melhores
medidas de precisao e distribui¢cao residual.

Lima et. al. (2014) ao estudarem a volumetria e classificacdo da capacidade
produtiva para Mora paraensis (Ducke) no estuario amapaense, identificou que o
modelo de dupla entrada de Schumacher e-Hall logaritmico foi mais adequado para
a estimativa de volume do fuste com casca para a espécie.

Entretanto, uma nova metodologia tem se destacado na modelagem

volumétrica, denominada de Redes Neurais Artificiais (RNA).

2.5. Redes neurais artificiais (RNA)

Redes Neurais Artificiais consistem em uma técnica para solucionar problemas
de inteligéncia artificial, construindo um sistema que tenha circuitos que simulem o
cérebro humano, aprendendo, errando e fazendo descobertas. Sao técnicas
computacionais que apresentam um modelo inspirado na estrutura das redes
biologicas e que adquirem conhecimentos por meio da experiéncia (BULLINARIA,
2014).

Segundo (BRAGA et al., 2012; HAYKIN, 2001) citados por Lima (2014), pode-
se definir as RNAs como sistemas em paralelo distribuidos e compostos por
unidades de processamento simples, neurbnios ou nodos, e que computam
determinadas funcdes matematicas, lineares e nao-lineares.

Uma rede neural artificial € uma técnica de modelagem semelhante ao
cérebro, com capacidade de adquirir conhecimento experimental. A RNA deve seu
bom desempenho a interligacdo de suas unidades de processamento (HAYKIN,
2001). As RNAs tentam reproduzir as redes biologicas, entretanto, existem
diferencas entre essas redes. Analisar as semelhangas entre esses dois tipos de
sistemas € importante para entender melhor o sistema nervoso e também para
encontrar idéias para pesquisas na neurocomputacao (VALENCA, 2005).

A combinacdo de diversos neurdnios artificiais forma uma rede neural
artificial. As entradas, simulando uma area de obtencdo de estimulos, podem ser
conectadas em muitos neurdnios, resultando, assim, em uma série de saidas, em
gue cada neurdnio representa uma saida (TATIBANA; KAETSU, 2014).
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Os neurbnios sao divididos em trés partes: o corpo da célula, os dendritos e o
axénio, cada um com fungdes especificas, porém complementares. Os dendritos tém
por funcéo receber as informacdes, impulsos nervosos, vindas de outros neurdnios e
conduzi-las até o corpo celular. As informacgfes sédo processadas no corpo celular e
novos impulsos séo gerados. Os impulsos sdo transmitidos até outros neurénios por
meio do axdnio até os dendritos dos neurénios seguintes (BRAGA et al., 2012).

A sinapse é definida como o ponto de contato entre a terminacédo axbnica de
um neurdnio e o dendrito de outro. E pelas sinapses que os nodos se unem
funcionalmente formando redes neurais, as sinapses sdo capazes de controlar a
transmissdo de impulsos, isto é, o fluxo de informacédo entre os nodos na rede
neural. (BRAGA et al., 2012).

Uma simplificacdo do neurdnio biologico € o modelo de neurbnio proposto por
McCulloch e Pitts (MCP, 1943). Pode ser representado em um modelo com n
terminais de entrada X, X,,...,.X,, que representam os dendritos e um terminal de
saida Y que representa o axonio. A entrada do neurbnio tem pesos de conexao
W, W,...,W, para simular o comportamento das sinapses, os valores desses pesos
podem ser positivos ou negativos, dependendo das sinapses relacionadas serem
inibitérias ou excitatorias e eles determinam em que grau o neurdnio deve considerar
sinais de disparo que ocorrem naquela conexéo. O efeito de uma sinapse particular i

é dado por X;W,. (BRAGA et al., 2012). A figura abaixo mostra um modelo de um

neurdnio artificial:

Figura 2.2: Modelo de um neurdnio artificial, (Fonte: BRAGA et al., 2012).
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Quando a soma dos impulsos que o neurdnio biolégico recebe ultrapassa o
seu limiar de excitagdo ele é disparado. O corpo do neurbnio é simulado por um

mecanismo simples que faz a soma ponderada dos valores X;W, recebidos pelo

neurdnio e com isso decide se o0 neurdnio deve ou nao disparar comparando a soma
obtida ao limiar do neurdnio. No modelo de McCulloch e Pitts (MCP), a ativacéo do
neurénio é obtida por meio da aplicacdo de uma funcdo de ativacdo, que ativa ou
nao a saida (BRAGA et al., 2012). Neste modelo, a funcdo de ativacdo é dada pela

funcdo de limiar que tera entdo sua saida ativada quando:

Zn:XiVVi 2T (2.12)

i=1

em que n € o numero de entradas do neur6nio, W, € o peso associado a entrada X,

e T é o limiar do neurdnio.

A funcao de ativacdo € responsavel por gerar a saida do neurénio a partir dos
valores ponderados do peso e da entrada (UNICAMP, 2015). De acordo com
BOCANEGRA (2002) citado por Lima (2014), essa funcéo diferencia a decisao
neural com base no potencial interno do neurénio e determina o valor a ser enviado
aos demais neuronios.

. Abaixo estdo dispostas algumas funcbes de ativacdo empregados na

literatura para as arquiteturas do tipo MLP (Multilayer Perceptron).

+ Degrau (ou limiar): . Sigmoidal:

=
[
\
1

(b)

* Linear: » Tangente hiperbolica:

(c) id)

Figura 2.3: FungGes de ativacao: (a) Limiar, (b) Logistica (Sigméide), (c) Linear, (d) Tangente

hiperbdlica.



30

Existem varias funcgdes utilizadas nas RNA dentre as quais se destacam as

descritas abaixo:

v Funcao de ativacao linear (identidade)

A funcéo de ativacdo Linear é muito utilizada nas unidades que compdem a

camada de saida das arquiteturas MLP. A expressao € dada por:
Y=aX+[3 (2.13)
em que o € um numero real que define a saida linear para os valores de entrada, Y
€ a saida, X € a entrada e 3 € bias (R00). A saida linear com o = 1 simplesmente
repete o sinal que entra no neurdnio na sua saida (UNICAMP, 2015).
v" Funcao Logistica (Sigmoidal)
A funcdo de ativacdo sigmoide é muito comum nas RNA. Essa funcgéo

assume valores continuos em um intervalo entre 0 e 1, com uma caracteristica muito
importante para as RNA, ser diferenciavel (UNICAMP, 2015).

Yy = 1

= 2.14
1+e™ (2.14)

em que o € a suavidade da curva.
v" Funcao Tangente Hiperbolica
A funcao logistica apresenta apenas valores de ativacdo no intervalo (0, 1),
em muitos casos ela é substituida pela fungéo tangente hiperbdlica, que preserva a

forma sigmoidal da func&o logistica, porém assume valores positivos e negativos (-1,
1) (UNICAMP, 2015). A funcéo tangente hiperbdlica € dada pela expressao:
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oX —aX

e’ —-e
Y=—1 "+ 2.15
eaX +e—aX ( )

v" Funcao Arco-Tangente

Esta funcdo pode ser apresentada como uma alternativa a funcéo tangente
hiperbdlica para a implementacdo computacional, pois requer menos calculos para
sua elaboracédo. Ela possui valores de ativacdo no intervalo (-11/2, 1/2) (UNICAMP,

2015). A funcéo arco tangente € dada pela expresséo abaixo:
Y =atan(@X) (2.16)

No final da década de 1950, Rosemblatt criou uma rede de multiplos
neurdnios disposto em camadas do tipo discriminadores lineares e chamou essa
rede de Perceptron, essa foi considerada o primeiro modelo de redes neurais. Foi
um modelo matematico capaz de aprender por meio de exemplos. Inspirado no
principio Hebbiano de treinamento, os pesos de suas conexdes sdo ajustados de
acordo com os padrbes apresentados dos mesmos. As arquiteturas das Redes
perceptrons sao organizadas em camadas. Na camada de entrada os estimulos séo
apresentados a rede. Nas camadas ocultas ou intermediarias ocorre a maior parte
do processamento. Nas camadas de saida € a resposta dos padrdes que séo
apresentados a rede. (BRAGA et al., 2012).

Os problemas mais complexos sédo resolvidos pelos modelos Multilayer
Perceptron (MLP). As caracteristicas do modelo sdo: tem pelo menos trés camadas
(entrada; escondida e saida); camada de entrada apenas propaga as entradas; cada
unidade nas demais camadas atua como uma unidade perceptron com algumas
modificagdes. (VALENCA, 2011). A estrutura descrita acima esté representada pela

figura que se segue:
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Figura 2.4: Estrutura basica de uma MLP, (TATIBANA; KAETSU, 2014).

Para o entendimento das redes neurais artificiais a arquitetura € um
parametro importante, € por ela que se limita o tipo de problema que pode ser
tratado pela rede. A arquitetura de uma RNA consiste no niumero de camadas da
rede, numero de neurbnios em cada camada, tipo de conexdo em cada camada e
tipo de conexdo entre os neurdnios. A definicdo desses parametros esclarece o tipo
de problema que pode ser tratado pela rede (VALENCA, 2011).

A utilizacdo de camadas ocultas permitem as RNAs implementar superficies
de decisdo mais complexas. Essas camadas permitem que seus elementos se
organizem de forma que cada elemento aprende a reconhecer caracteristicas
diferentes da entrada, assim, o algoritmo de treinamento decide quais caracteristicas
devem ser extraidas do conjunto de treinamento. Existem uma desvantagem em
utilizar camada escondida € que o aprendizado se torna muito mais dificil (VIEIRA,;
ROISENBERG, 2015).

A propriedade mais importante das redes neurais é a capacidade de aprender
e com isso melhorar seu desempenho. Isto € obtido pelo treinamento que é um
processo iterativo de ajustes aplicado a seus pesos. O aprendizado ocorre quando a
rede neural alcangca uma solugdo generalizada para uma classe de problemas.
(HAYKIN, 2001).

Diamantopoulou (2006) definiu aprendizagem como o processo pelo qual os
parametros de uma rede neural sédo ajustados por meio de uma forma ininterrupta de

estimulo pelo ambiente no qual a rede esta atuando, sendo o tipo especifico de
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aprendizagem realizada determinado pela maneira como ocorrem 0s ajustes
realizados nos parametros. No processo de aprendizado da rede ha um algoritmo
que consiste num conjunto de procedimentos para adaptar os parametros de uma
RNA para que a mesma possa aprender uma tarefa especifica (HAYKIN, 2001;
VALENCA, 2011).

O aprendizado acontece quando a rede adquire uma solugdo generalizada
para um conjunto de problemas. Essa generalizacdo é obtida por meio de um grupo
de regras bem definidas para a solucdo de um problema, na qual a rede aprende
uma determinada funcdo. Essas regras sao denominadas de algoritmo de
treinamento ou aprendizado. (HAYKIN, 2001).

Uma caracteristica da aprendizagem supervisionada é a utilizacdo do erro de
saida, diferenca entre a resposta desejada e a resposta obtida, como orientador do
ajuste dos pesos. O objetivo da aprendizagem é aproximar a saida desejada da
obtida ajustando os parametros da rede para encontrar uma ligagao entre os pares
de entrada e saida fornecidos. Uma desvantagem para esse aprendizado € que na
auséncia do supervisor externo, o erro de saida, a rede ndo conseguira prever para
situagcbes nado cobertas pelos exemplos do treinamento. No aprendizado nao-
supervisionado ndo ha o supervisor externo, ou seja, a rede nado utiliza o erro de
saida como orientacdo (BRAGA et al., 2012; CASTRO et al., 2013).

Apesar da afinidade entre o aprendizado supervisionado e o aprendizado dos
seres humanos, muitos dos sistemas biolégicos ocorrem por meio de aprendizado
nao-supervisionado, dois exemplos sdo 0s estagios iniciais dos sistemas de visdo e
audicdo (VALENCA, 2011). A escolha de um tipo de aprendizagem e da rede neural
artificial € determinada pelo tipo de problema a ser resolvido. Assim, os problemas
trataveis por meio de redes neurais se enquadram nas tarefas de aprendizagem:
agrupamento de dados, classificacdo de padrdes, otimizagdo, recuperagao de
contetdo e controle, aproximagdo de funcgdo, predicdo (séries temporais), dentre
outros (LIMA et. al., 2014).

Os dados coletados para o treinamento da rede sdo divididos em trés
categorias: dados de treinamento, que serdo utilizados para o treinamento da rede,
os dados de validagdo usados para verificar a eficiéncia da rede quanto a sua
capacidade de generalizacdo durante o treinamento, e podendo ser empregado

como critério de parada do treinamento e dados de teste, que serdo utilizados para
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verificar seu desempenho sob condi¢cbes reais de utilizagdo (TATIBANA; KAETSU,
2014).

O algoritmo mais conhecido para o treinamento de redes do tipo
multicamadas é a retropropagacdo do erro. Esse processo tem como objetivo
melhorar o desempenho da rede por meio do ajuste de pesos visando minimizar o
erro. Essa variagdo € calculada para os pesos conectados as unidades de
processamento da camada de saida. Prosseguindo, usa-se a informacdo do erro
para mudar os pesos chegando as unidades da pendltima camada e assim por
diante até chegar a primeira camada, o treinamento ocorre em duas fases, forward e
backward (BULLINARIA, 2014). Como padrdo, incorpora-se o limiar diferente de

zero a funcdo de propagacao.

DWX >T =Y WX =T, >0 (2.17)
i i

Em que W; sdo os pesos, X; os padrdes de entrada e T; o limiar.

O erro de um neurdnio de saida j na iteracéo n € definido por:
e,(n) = YJ(n)-Y,(n) (2.18)

Sendo a soma dos erros quadraticos de todos 0s neurbnios de saida na
iteracdo n definida pela Equacéo (2.15) (BRAGA et. al., 2012).

e(n) = %Zej?(n) (2.19)
]

As principais etapas da operacdo rede MLP consistem em: apresenta-se um
padrdo de entrada e determina-se a saida da rede; comparar a saida obtida com a
desejada na camada de saida; a regra de aprendizagem ajusta os pesos aferentes a
cada camada de saida; propaga-se esse ajuste, em funcdo do erro, no sentido
saida-entrada; repete-se 0 processo até se atingir o critério de parada (BRAGA et
al., 2012).

O interesse da RNA tem seu motivo nas variadas propriedades Uteis e sua
habilidade a adaptacdo podendo ser retreinada a partir de modificacdes ajustando
seus pesos em tempo real, aprendizagem generalizada com os dados de
treinamento, ndo lineariedade e identidade neurobiol6gica (BRAGA et al., 2012;
HAYKIN, 2001; BULLINARIA, 2014).
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Uma alternativa que vem sendo implantada recentemente aos modelos
volumétricos e com resultados satisfatorios é o uso da técnica de redes neurais
artificiais (RNA) no manejo florestal (BINOTI, 2013).

Com a evolucéo do tempo, a Ciéncia Florestal acaba passando por mudancas
guanto a seus aspectos de andlises gerando com isso novas tendéncias e
necessidades de aprimoramentos a fim de obter resultados mais precisos e viaveis.

Ainda é recente o uso de RNA na pesquisa florestal, entretanto se apresenta
como uma nova ferramenta apresentando resultados interessantes e sendo
importante na tomada de decisdes. Ha muitos estudos que comprovam a eficiéncia
da aplicacdo da RNA na éarea florestal.

Oliveira (2008) mostrou que € possivel utilizar técnicas de RNA, como
ferramenta de previsdo de defeitos em estradas florestais, concluindo que o uso de
RNAs garantiu resultados mais precisos e confidveis nos trechos de unidades
avaliados.

Schoeninger et al. (2008) apresentaram a viabilidade do uso de RNA como
alternativa para o mapeamento de biomassa e carbono em grandes extensdes
florestais. Concluindo que a automatizacdo e a integragdo de dados para a
quantificacdo de dados de biomassa e carbono, utilizando como metodologia de
apoio imagens de satélite e RNAs, podem minimizar os custos e melhorar a precisdo
e exatiddo dos mesmos.

Silva et. al. (2009) ao ajustar o modelo de Shumacher e-Hall e aplicar redes
neurais para estimar o volume de arvores de eucaliptos concluiu que o modelo de
Shumacher e-Hall apresenta bons resultados e pode ser usado na sua forma linear.
Além disso afirmou que as RNAs apresentou ao problema boa adequacdo sendo
uma boa alternativa.

Gorgens et al. (2009) utilizaram a RNA para estimar o volume de arvores, e
concluiram que sua capacidade de generalizagdo permitiu a utilizacdo apenas uma
rede para realizar a previsdo de volume de arvores de locais e de espécies
diferentes.

Silva et al. (2009) avaliaram a aplicacdo de RNA para estimagédo do volume
de madeira de eucalipto comparando com o modelo de Schumacher e-Hall,
concluiram que o uso de redes neurais artificiais apresentaram bons resultados.

Pereira (2009) publicou um estudo comparativo entre as funcdes

discriminantes de Fisher e de Anderson e a RNA em relacdo ao numero de
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classificacdes erradas de individuos pertencentes a diferentes populagcbes, com
distintos niveis de dissimilaridade. Concluindo que a RNA se mostraram uma técnica
promissora em problemas de classificacao.

Soares et al. (2012) estimaram diametros das arvores utilizando uma rede
neural Perceptron de Multiplas Camadas a partir de apenas trés medidas na base da
arvore. Concluindo resultados satisfatérios por meio do erro da estimativa.

Binoti et al. (2014), concluiram que a estimacdo do volume de arvores por
RNA pode ser feita com configuracdes diferentes, alterando o nimero de neurénios
na camada oculta, as fungbes de ativagdo, os algoritmos e os parametros de
treinamento. Concluiram também que redes neurais simples podem ser utilizadas

com eficiéncia para estimac¢éo do volume de arvores.
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Capitulo 3: Material e Método

3.1. Area experimental

A regido do Araripe, que esta localizada no Oeste de Pernambuco, é formada
pelos municipios de Araripina, Bodocd, Cedro, Dormentes, Exu, Granito, Ipubi,
Moreilandia, Oricuri, Parnamirim, Santa Cruz, Santa Filomena, Serrita, Terra Nova e
Trindade. Esses municipios correspondem a 18% da &rea total do estado de
Pernambuco. O arranjo produtivo local (APL) do gesso, denominado de Pdlo
Gesseiro do Araripe esta situado nessa regiao.

A introducao de clones de eucaliptos na regidao iniciou no ano de 2002, com o
projeto denominado “Experimentacdo Florestal no POlo Gesseiro do Araripe”
financiada pelo Conselho Nacional de Desenvolvimento Cientifico e Tecnoldgico
(CNPq). Foram testados 15 clones de Eucalyptus spp doados pela Companhia
Suzano na Estacdo Experimental do Instituto Agronémico de Pernambuco (IPA), na
Chapada do Araripe, municipio de Araripina, com coordenadas geogréficas sao
07°27'37"S e 40°24’36”"W com altitude 831(SILVA, 2008/2009).

Os tratamentos foram distribuidos em parcelas de dimensdo 14m x 21m com
espacamento 2m x 3m, e 49 plantas por parcelas sendo consideradas 25 plantas na
area util das parcelas que foram mensuradas a cada 6 meses, iniciando em marco
de 2002, e terminando o corte do experimento em setembro de 2009, quando houve
a cubagem rigorosa de todas as arvores. Os dados utilizados para realizacdo deste
estudo sado referentes a 1.862 arvores, nas quais foram coletos dados de volume
cubado pelo método de Smalian, altura total e CAP, sendo que essa medida foi

convertida em DAP. A descri¢cao dos tratamentos estao nas tabelas 3.1 e 3.2.



Tabela 3. 1: Descricdo dos tratamentos (tipos de clones) usados no experimento.

Tratamento Descrigdo do clone
TO1 Hibrido de Eucalyptus tereticornis (cn)
T02 Hibrido de E. urophylla x E. tereticornis de Laura (pc)
T03 Hibrido de E. urophylla x E. tereticornis de Laura (pc)
T04 Hibrido de E. urophylla x E. tereticornis de Laura (pc)
TO5 Hibrido de E. urophylla x E. tereticornis de Laura (pc)
TO6 Hibrido de E. urophylla x E. tereticornis x E. pellita (pc)
TO7 Hibrido de E. urophylla (cn)
TO8 Hibrido de E. brassiana (cn)
T09 Hibrido de E. urophylla x E. tereticornis de Laura (pc)
T10 Hibrido de E. urophylla x E. tereticornis de Laura (pc)
T11 Hibrido de E. urophylla (cn)
T12 Hibrido de E. brassiana (cn)
T13 Hibrido de E. brassiana (cn)
T14 Hibrido de E. urophylla (cn)
T15 Hibrido de E. brassiana (cn)

Em que: pc = polinizag&o controlada e cn = cruzamento natural.

38
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Tabela 3.2: Frequiéncia dos tratamentos de cada clone de Eucalyptus spp do experimento.

Tratamento Qtd %
01 147 82%
102 156 8,7%
03 137 7.2%
T04 151 8,7%
T05 104 47%
T06 135  6,8%
107 126 7.1%
08 113 6,0%
09 149  81%
T10 148 7,9%
Tl 105  51%
T2 69  3.2%
T3 121 6,6%
T4 134 81%
T15 67  3.3%

Total geral 1862 100%

Qtd = namero de arvores de cada tratamento

3.2. Modelos

Para estimar o volume dos Eucalyptus spp foi utilizado o método de redes
neurais e os resultados foram comparados com os modelos Schumacher e Hall e

Spurr. A funcéo estimada foi:

V =f (DAP, Ht) (3.1)

O treinamento da RNA foi realizado visando estimar o volume das arvores
utilizando como neurdnios na camada de entrada o DAP e a Ht. Além disso, foi
estimado modelos considerando a utilizagdo de uma variavel indicadora (tipo de
clone) como entrada para avaliar o desempenho da rede, considerando uma
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caracteristica importante das redes neurais artificiais que é ndo precisar de
suposi¢ao sobre as relacdes das variaveis utilizadas no ajuste do modelo.

A figura 5 ilustra as medicdes na arvore.

—= VOLUME

Figura 3.1: Arvore ilustrada com as suas dimensdes. (Fonte: Campos; Leite, 2009).

Os parametros foram estimados por meio do Método de Minimos Quadrados
Ordinéarios, com o auxilio do software Statistica 8.0 (STATSOFT, 2012). Além disto,
optou-se por utilizar as equacbes em suas formas lineares aplicando a
transformacéao logaritimica no modelo Schumacher e-Hall, a fim de corrigir eventuais

problemas de heterocedasticidade de variancia e de normalidade dos erros. O

. A , 2
modelo de Spurr é linear nos parametros se considerarmos X = DAP H podendo
ser estimado facilmente pelo método classico de regressao.

O calculo desse erro estimado é simples, corresponde a diferenca entre o

valor observado e o valor estimado.
&=Y-Y, i=12..N (3.2)

Em que:
& = erro da estimativa para a arvore i.

Y; = valor observado da arvore i.

Y; = valor estimado da arvore i.
N

numero total de arvores
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Como funcdes de ativacdo da camada oculta e de saida foram testadas as
funcBes: exponencial, identidade, tangente hiperbdlica e sigmoide. Foram treinadas
20 redes, sendo avaliado o desempenho das cinco melhores redes para posterior
comparacao entre os modelos, o critério de selecdo das redes se baseou nos
indices de treinamento da rede, fornecido pelo software na fase de treinamento e no
coeficiente de determinagao ajustado (R?.).

As RNAs treinadas foram do tipo perceptrons de multiplas camadas,
conhecida como MLP, de forma supervisionada, o algoritmo empregado foi a
retropropagacéo do erro (Back propagation), a regra de aprendizado conhecida que
minimiza do erro médio quadratico. Esta forma de aprendizagem ajusta 0s pesos
das conexdes entre os neurdnios da rede de acordo com o erro e tem por objetivo
encontrar um conjunto de pesos e polarizacbes que reduzam a funcdo erro
(HAYKIN, 2001).

As redes foram treinadas utilizando o Software Statistica 8 (STATISOFT,
2012).

A fim de comparacéo utilizou-se o modelo de os modelos Schumacher e-Hall
(1933) (3.3) e Spurr 1952 (3.4).

V, =B,. DAP™ . Ht . ¢, (3.3)

V, =B, +P, . DAP?HL, +¢, (3.4)

3.3. Validacdo e comparacao dos modelos

O critério de avaliacdo de desempenho das redes neurais artificiais e dos
modelos foi realizado com base o coeficiente de determinagéo ajustado (R?;.) entre
0os volumes observados e estimados, a raiz quadrada do erro médio percentual
(RMSE), o erro padréo da estimativa (Syx) e analise visual dos graficos de dispersao
dos residuos por volume (m® e histograma de freqiiéncia de residuos, sendo
escolhidas as RNA que apresentaram maiores coeficientes de correlacdo e
determinacdo e menores RMSE e Syx, com os graficos de dispersédo dos residuos e
histograma de residuos nédo tendenciosos, com maior ocorréncia de observagdes em

torno de zero.
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> (% %2
RMSH%) =100 % Y (3.6)
> -¥,)*
n-1
Syx%) = - 100 (3.7)

Em que:

Y = volume total observado.

Y = volume total estimado.

Y = média dos volumes totais observados.

n: nidmero total de arvores.

A interpretacdo do coeficiente de determinacdo é a proporcdo de variacao
total do volume que é explicado pelo modelo. Seu resultado pode ser obtido pela
razdo da soma de quadrados da regressdo (SQR) e a soma de quadrados total

(SQT). A interpretacdo do coeficiente de determinacdo ajustado segue o mesmo

modelo.
R? = SQR
SQT (3.8)
R%y =1- (1— RZ)(”—_lj (3.9)
n-k
Em que:

k: nimero de coeficientes da equacao;

n: nimero de arvores
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A analise dos graficos de dispersao dos residuos da uma idéia de quanto as
estimativas pontuais estdo préoximas dos valores observados. Em uma estimativa
perfeita, na qual cada uma das arvores tem o seu valor estimado perfeitamente, o
grafico representa uma reta no plano cartesiano com inclinacdo 1 (um). Portanto
quanto mais o gréfico se aproxima da situac@o descrita, melhor a estimacao geral.

Para os modelos logaritmicos o erro padrao da estimativa foi corrigido na
escala original da variavel dependente, para possibilitar a comparacdo com o
modelo aritmético.

Existem alguns métodos para descrever o quanto duas popula¢bes sao
diferentes com relacdo a alguma caracteristica medida e observada. Uma medida de
separacdo muito utilizada é o Kolmogorov-Smirnov (KS) e no presente contexto o
método foi utilizado para descrever o quanto os valores observados e estimados sao
préximos. Quanto mais similar os conjuntos testados menor o valor da estatistica, ou
seja, quanto mais préximo o valor estimado do real menor o KS.

Esta estatistica tem origem no teste de hipGtese ndo paramétrico de
Kolmogorv-Smirnov na qual se deseja testar se duas funcBes de distribuicdo
associadas a duas populagdes sao distintas ou néo.

A hipétese a ser testada é:

H, : Asdistribuigdessaosemelhant®
H, : Asdistribuigdesndosaosemelhante

Dada uma amostra observada Xj, ..., X, € um controle, amostra Yy, ..., Yn,

deve-se o0 quanto estdo separadas as funcdes de distribui¢cdes. A estatistica utilizada

para o teste € a diferenga maxima absoluta entre as fungbes F,(x) e G,(Y):
D, = SUpF, (x) =G, (Y)| (3.10)

F.(X): representa a funcéo de distribuicdo acumulada para x

G, (Y): representa a funcdo de distribuicdo acumulada para y
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3.4. Uso de diferentes tamanhos de amostras

Para verificar a eficiéncia do uso de RNA quando comparada com modelos
tradicionais ajustados ou analise de regressdo, usou-se diferentes tamanhos de
amostras nas quais foram ajustadas as RNA e o melhor modelo de regresséo
ajustado, o Schumacher e-Hall. A metodologia empregada nesse objetivo foi a

mesma empregada no modelo geral.
Foram utilizados os seguintes tamanhos de amostra de arvores sorteadas

aleatoriamente entre 1862 arvores.

Tabela 3.3: Definicdo das amostras e erros amostrais da base de Eucalyptus spp do

experimento.

Amostra Quantidade Erro A%
Amostra 1 25 arvores 28,27%
Amostra 2 50 arvores 15,44%
Amostra 3 100 arvores 9,65%
Amostra 4 200 arvores 7,57%
Amostra 5 400 arvores 5,44%
Amostra 6 800 arvores 3,80%
Amostra 7 1600 arvores 2,66%
Base Completa | 1864 arvores -

O Erro amostral (Erro» %) de cada amostra é dado pela formula abaixo:

s
E, %= (%J 100 (3.5)

Para critério de avaliacdo de desempenho das redes neurais artificiais nas
diferentes amostras e do modelo foi realizado com base no coeficiente de
determinacdo ajustado (R%;.) entre os volumes observados e estimados, a raiz
quadrada do erro médio percentual (RMSE), o erro padrdo da estimativa (Syx) e
andlise visual dos graficos de dispersdo dos residuos por volume (m?), além de
analise visual de graficos de comparacéo dos indicadores em func¢éo do tamanho da

amostra para observar a evolugéo dos resultados.
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Capitulo 4: Resultados

4.1. Resultado geral

O perfil métrico da amostra de Eucalyptus spp. pode ser observado na tabela
4.1, a seguir, em que, salientam-se as amplitudes do volume, didametro a altura do
peito (DAP) e altura da arvore (Ht). Em complementacdo, vale ressaltar que as
medidas apresentaram leve desvio comparado a magnitude das observacdes
pontuais em torno da média, no entanto, o volume requer uma atencao especial,
uma vez que seu alto desvio associado a moderada amplitude caracteriza provaveis
unidades extremas, ou seja, Eucalyptus com volumes, ou mensuracdes de volume,
acima do padrdao aparentemente uniforme da amostra coletada. (extremos

explicados pelo baixo DAP)

Tabela 4.1: Estatisticas descritivas das variaveis continuas dos Eucalyptus spp. utilizadas

no estudo. Em que: o volume m*, DAP cm é o diametro a altura do peito e Ht m é a altura da

arvore.
Variaveis
Estatistica
N Volume  DAP Ht
Descritiva .
(m%) (cm)  (m)
Minimo 0,01 450 7,29
Maximo 0,38 25,97 21,85
Mediana 0,07 11,40 15,53
Média 0,09 11,97 15,52
Desvio 0,05 2,76 1,91

A tabela 4.2 apresenta a estimativa dos modelos propostos para comparagao

dos resultados na predi¢do de volume com a técnica de redes neurais artificiais.
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Tabela 4.2: Estatisticas do ajuste dos modelos volumétricos de Eucalyptus spp.

Modelo Pardmetro  Estimativa  Erro Padrdo T p-valor
Schumacher e BO 0000062  <0,0000001  <0.001 <0.001
Hall p1 1,682530 0,013684 <0.001 <0.001

p2 1,094109 0,028670 <0.001 <0.001

spurr pO 0,011243 0,000471 <0.001 <0.001

Bl 0000031  <0,0000001  <0.001 <0.001

Ao estudar o ajuste dos modelos de Schumacher e Hall e Spurr, como mostra a
tabela 4.2, o p-valor < 0,001 confirma a adequacidade de ambos os modelos. Sendo
assim, aceite o ajuste: Volume; = 0,000062 x DAP; 198230 x Ht; 1994109 'nara 0 modelo
de Schumacher e-Hall e, de forma equivalente, para o modelo de Spurr, Volume; =
0,011243 + 0,000031.DAP2Ht;.

ApGs a obtencdo das estimativas, foram comparadas suas estatisticas
(Tabela 4.3) e realizada analise visual dos gréficos de residuos (Figura 4.1), tanto
dos modelos de regressao quanto das RNA selecionadas com melhor capacidade

em estimar o volume de arvores de eucalipto.

Tabela 4.3: Estatisticas de ajuste para o volume de Eucalyptus spp. Em que: RZj.
(Coeficiente de determinagdo de ajustado), RMSE% (raiz quadrada do erro médio

percentual), Syx% (erro padréo da estimativa) e KS (Kolmogorv-Smirnov).

L Schumacher
Validacao Spurr RNA 1 RNA 2 RNA 3 RNA 4 RNA 5
e Hall
R® 0,94926 0,95542 0,97721 0,97678 0,97709  0,97673 0,97703
2
R 0,94920 0,95537 097718 097675 0,97706  0,97670 0,97700
RMSE% 3,59506 3,36966 3,30220  3,32110 3,29317  3,32326 3,30950
Sxy (%) 12,26156 11,46964 11,24014 11,30447 11,20939 11,31184 11,24096
KS% 11,10000 10,00000 8,40000 8,60000 8,30000  8,60000 8,40000

A tabela 4.4 apresenta as arquiteturas, camadas de entrada, intermediaria ou
oculta e camada de saida de cada rede neural avaliada e suas respectivas func¢des
de ativacdo. Observa-se que a RNA 1 além de apresentar um bom desempenho foi
utilizada uma configuracdo de neurdnios na camada oculta mais simples para

aplicacao das RNAs.
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Tabela 4.4: Definicdo das RNAs

RNAs Arquitetura Funcéo de Ativacéo
RNA1 MLP 2-5-1 (Tanh - Identity)
RNA 2 MLP 2-6-1 (Logistic - Identity)
RNA 3 MLP 2-3-1 (Exponential - Exponential)
RNA 4 MLP 2-3-1 (Exponential - Identity)
RNA 5 MLP 2-7-1 (Logistic - Exponential)

Os gréficos das paginas seguintes (Figura 4.1) demonstram a distribuicdo dos
residuos por meio da dispersao e histograma. Essa visualiza¢do é importante para

identificar a adequacidade dos modelos ajustados.
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Figura 4.1: Gréficos de dispersédo dos residuos e histograma de frequéncia de residuos

evidenciando o comportamento dos desvios encontrados entre volume observado e volume

estimado.

Observando os resultados apresentadas pelo modelo de Schumacher e Hall,
nota-se R%; = 95,5% e RMSE% = 3,36%, evidenciando bom ajuste do modelo. O

modelo de Spurr apresentou resultados proximos R?y = 94,9% e RMSE = 3,59%. De
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acordo com estatisticas apresentadas pelas RNAs selecionadas, pode-se observar
coeficientes de determinagdo ajustado com valores superiores aos modelos de
regressao, em torno de 97%, e RMSE% em torno de 3%. Ao analisar visualmente os
gréaficos de dispersado dos residuos e histograma de frequéncia dos residuos para os
modelos e RNA, pode-se notar que as estimativas pontuais estdo préximas dos
valores observados, ndo apresentando distribuicdes tendenciosas. Além disso, o
valor do Syx% apresenta um bom desempenho.

Citando as estimativas que obteve resultados satisfatorios, destaca-se a RNA
1. Sendo esses resultados eficazes e eficientes em estimar o volume de arvores de
eucalipto, com grafico de dispersao dos residuos sem apresentar tendéncias e
dispersdo dos residuos distribuidos de forma independente, com maior ocorréncia
em torno de zero e distribuicdo normal, ou seja, ndo demonstrando tendéncias de
subestimar ou superestimar os volumes.

Quando analisado o teste Kolmogorv-Smirnov apresenta uma boa
concordancia entre o valor estimado e o valor real nos modelos, aceita-se a hipotese
nula, considerando todos os métodos validos para estimar volume de eucaliptos spp.

Resultados satisfatorios nas estimativas das RNAs foram encontrados com
configuragcdes de apenas 3 a 7 neurbnios na camada oculta, comprovando que néo
sd80 necessarias estruturas muito complexas para estimacdo do volume de arvores.
De acordo com Bullinaria (2014), recomenda-se entdo configuracées de neurdnios
na camada oculta mais simples para aplicacdo das RNAs. As funcdes de ativacao
testadas, tangente, exponencial, identidade e sigmoidal, apresentaram resultados
satisfatorios para estimagcdo do volume, tanto na camada de oculta quanto na

camada de saida.

4.2. Resultados por diferentes tamanhos de amostras

Uma andlise em paralelo foi considerar adicionar a varidvel categorica no
modelo, tipo de tratamento (Tipos de clone de Eucalyptus spp.), e avaliar se melhora
o desempenho da rede neural. Foram comparadas as estatisticas das redes neurais
(Tabela 4.5) e realizada analise visual dos graficos de residuos (Figura 4.2), as RNA
selecionadas com melhor capacidade em estimar o volume de arvores de eucalipto.

Além disso, consideramos sete (7) amostras aleatérias além da base completa para
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avaliar o desempenho entre o melhor modelo de regresséao ajustado, Schumacher e
Hall, a rede neural artificial normal e a RNA considerando o tratamento (clone), com
0 objetivo de verificar se ha mudancas na performance em relacdo ao tamanho da
amostra.

O perfil métrico por amostra de Eucalyptus spp. pode ser observado na tabela
4.1, a seguir, em que, salientam-se as amplitudes do volume, didametro a altura do

peito (DAP) e altura da arvore (Ht).

Tabela 4.5: Estatisticas descritivas por amostra das variaveis continuas dos Eucalyptus spp.
utilizadas no estudo. Em que: o volume m°, DAP cm é o diametro a altura do peito e Ht m é

a altura da arvore.

Amostra / Variaveis Minimo  Maximo Mediana Média Desvio
Volume (m®) 0,05 0,31 0,07 0,10 0,07

Amostra 1 DAP (cm) 9,28 21,58 11,46 12,64 3,29
Ht (m) 12,18 20,70 16,00 16,06 1,77

Volume (m°) 0,02 0,26 0,08 0,09 0,05

Amostra 2 DAP (cm) 6,80 19,26 11,57 12,27 2,84
Ht (m) 11,30 19,80 15,77 1550 1,77

Volume (m®) 0,01 0,22 0,07 0,08 0,04

Amostra 3 DAP (cm) 509 19,23 11,49 11,74 2,58
Ht (m) 750 19,80 1548 1545 1,85

Volume (m®) 0,01 0,38 0,07 0,09 0,05

Amostra 4 DAP (cm) 450 25,97 11,42 11,97 2,77
Ht (m) 845 21,85 15,49 1548 1,93

Volume (m®) 0,01 0,38 0,07 0,09 0,05

Amostra 5 DAP (cm) 450 25,97 11,42 11,97 2,77
Ht (m) 845 21,85 15,49 1548 1,93

Volume m® | 002 0,38 0,07 0,09 0,05
Amostra 6 DAP (cm) 564 2597 11,40 11,97 2,76
Ht (m) 845 21,85 1559 1551 1,89

Volume (m®) 0,01 0,38 0,07 0,09 0,05
Amostra 7 DAP (cm) 509 2597 11,40 11,97 2,74
Ht (m) 729 21,85 1553 1553 1,93

Volume (m®) 0,01 0,38 0,07 0,09 0,05
Base Completa  DAP (cm) 450 2597 11,40 1197 276

Ht (m) 7,29 21,85 15,53 15,52 191
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Foram comparadas, por amostra, as estatisticas das estimativas (Tabela 4.6)
e realizada andlise visual dos graficos de residuos (Figura 4.2), do melhor modelo de
regressao ajustado, Schumacher e Hall, das RNA considerando e nao o tratamento,
tipo de clone, selecionadas com melhor capacidade em estimar o volume de &rvores

de eucalipto.

Tabela 4.6: Estatisticas das RNAs para o volume de Eucalyptus spp. considerando como

entrada a variavel categorica ‘Tratamento’ (tipo de clone de Eucalyptus).

Estatistica| Amostra RNA com Clone RNA Schumacher
25 0,99917 0,99413 0,98808

50 0,99724 0,98403 0,95968

100 0,98936 0,9862 0,96756

R%aj 200 0,99183 0,98378 0,97256
400 0,99025 0,98379 0,97351

800 0,98267 0,97838 0,95741

1600 0,98455 0,98105 0,95484

1862 0,98050 0,97718 0,95537

25 1,02867 2,18045 2,22681

50 1,35342 2,79569 3,16725

100 2,18120 2,41915 2,49448

RMSE (%) 200 2,19968 2,60782 3,03082
400 2,28010 2,63863 2,64500

800 3,00855 3,26196 3,31740

1600 3,05747 3,34009 3,38756

1862 3,01761 3,3022 3,36967

25 3,24001 6,86776 7,48992

50 4,52146 9,33976 10,93522

100 7,63573 8,46871 8,83714

Syx (%) 200 7,56937 8,97384 9,01809
400 7,76382 8,98462 9,05536

800 10,2546 11,1183 11,3236

1600 10,3946 11,3554 11,5003

1862 10,2715 11,2401 11,4696

A tabela 4.7 apresenta as arquiteturas, camadas de entrada, intermediaria ou
oculta e camada de saida de cada RNA avaliada e suas respectivas funcdes de
ativacdo para o estudo incrementando a variavel categorica para estimativa do

volume de Eucalyptus spp. A RNA apresentou um bom desempenho, porém sua
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configuracéo de neurdnios nas camadas ocultas foram perdendo a simplicidade para

aplicacdo das RNAs devido a entrada de uma variavel categorica..

Tabela 4.7: Definicdo das RNAs por amostra com e sem a variavel categorica “Clone”.

RNA com Clone RNA sem Clone
RNAS Arquitetura FXt?\?:((;)age Arquitetura FXtri]\?:gége
RNA Amostra 1 MLP 17-12-1 (Logistic - Identity) MLP 2-7-1 (Exponential - Identity)
RNA Amostra 2 MLP 17-15-1 (Exponential - Identity) MLP 2-7-1 (Tanh - Identity)
RNA Amostra 3 MLP 17-9-1 (Exponential - Identity) MLP 2-4-1 (Logistic - Identity)
RNA Amostra 4 MLP 17-14-1 (Exponential - Identity) MLP 2-3-1 (Exponential - Identity)
RNA Amostra 5 MLP 17-12-1 (Exponential - Identity) MLP 2-4-1 (Tanh - Identity)
RNA Amostra 6 MLP 17-12-1 (Exponential - Identity) MLP 2-8-1 (Tanh - Identity)
RNA Amostra 7 MLP 17-5-1 (Logistic - Identity) MLP 2-3-1 (Logistic - Identity)
RNA Base Completa MLP 17-9-1 (Exponential - Logistic) MLP 2-5-1 (Tanh - Identity)

Os gréficos abaixo (Figura 4.2) demonstram, por amostra, a distribuicdo dos

residuos por meio da dispersdo das redes neurais considerando e ndo a variavel

categorica, tipo de tratamento ou clone, como mais uma entrada. Além do modelo de

regressao de melhor desempenho na estimativa da base completa.
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Figura 4.2: Gréficos de dispersao dos residuos evidenciando o comportamento dos desvios

encontrados entre volume observado e volume estimado por amostra.
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Adicionando uma varidvel categorica (tratamento) a funcéo a ser estimada os
resultados das RNAs foram melhorados. De acordo com estatisticas apresentadas
pelas RNA treinadas selecionadas, pode-se observar coeficientes de correlacao
ajustado com valores entre 98% e 99%, e RMSE entre 1% e 3%. Ao analisar
visualmente os graficos de dispersdo dos residuos, pode-se notar que apresentam
uma melhora visivel aos gréficos da RNA desconsiderando a variavel categorica e
também do modelo de regresséo, com as estimativas pontuais proximas dos valores
observados, ndo apresentando distribuicdes tendenciosas.

Os resultados foram satisfatorios nas estimativas das RNAs com a adi¢do da
variavel categérica, porém as configuragdes na camada oculta aumentaram para 5 a
15 neurbnios. De acordo com Bullinaria (2014), recomenda-se configuracdes de
neurdnios na camada oculta mais simples para aplicacdo das RNA.

Com o interesse de comparar a performance do modelo e das RNA em
relacdo ao tamanho da base de dados, foram comparados os resultados das

estatisticas dos modelos nos gréaficos abaixo (Figura 4.3, 4.4 e 4.5).
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Figura 4.3: Graficos de Coeficiente de determinacdo (R2;) por amostra dos modelos

analisados.
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Figura 4.5: Gréficos da Raiz quadrada do erro médio (RMSE%) por amostra dos

modelos analisados.

A avaliacdo da qualidade do ajuste dos modelos ao longo do tamanho da
amostra utilizado para seu ajuste foi realizada por meio dos trés indicadores
contemplados nas figuras acima.

A andlise do coeficiente de determinacdo ajustado, que indica basicamente
quanto o modelo foi capaz de explicar os dados coletados na amostra, no presente
estudo, favorece a RNA com a adicao da variavel categorica, tipo de clone. Os dois
modelos de Redes Neurais Artificiais (com clone e sem clone) foram superiores ao
modelo de Schumacher e-hall, o modelo que melhor se ajusta aos dados. A

superioridade das Redes Neuras Artificais com relacdo ao modelo de Schumacher
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e-Hall e seu melhoramento com a inclusé@o do clone, foi confirmado com a analise do
Erro padrdo da estimativa (Syx%) e da Raiz quadrada do erro médio (RMSE) onde
observamos uma leve superioridade na RNA com clone, em seguida a RNA sem
clone e por ultimo o modelo de Schumacher-hall. Este resulta coincide com os de
SILVA et al (2009). Para Hayklin (2001 citado por SILVA, 2009), esse resultado é de
grande auxilio ao pesquisador. Com a disponibilidade dos modelos de RNAs com as
trés variaveis (DAP, Altura e Clone), ndo seria necessario o ajuste dos modelos
volumétricos por clone jA que o ajuste de RNA é representativo para todos os
clones.

Enquanto & analise da influéncia do tamanho da amostra sobre os indicadores
da performance de ajuste dos modelos, aqui avaliados, os resultados revelam que
os indicadores ndo dependem apenas do tamanho da amostra mas também da
variancia, a tabela 3.3 que mostra que o erro amostral deixa evidente que quanto
menor a amostra maior 0 erro consequentemente os resultados para essas bases
podem ndo ser consistentes. Ndo se observa uma tendéncia de aumento do R?
como esperado, nem uma tendéncia de diminuicdo da RMSE% e do Syx% com o
aumento do tamanho da amostra. Os valores altos do R?; nas pequenas amostras
com seus correspondentes valores altos de Syx% e RMSE% induz o perigo de
utilizacdo de tamanho de amostras pequenas para obter modelos a serem usados
na tomada de decisdo. A utilizacdo da base de dados maior permite abranger a
maior variabilidade possivel.

O uso de RNA para estimacédo de volume permite rapidez nos resultados e
bom desempenho, além disso, a adi¢cdo de variaveis categdricas ao modelo ndo sdo
um problema ao treinamento da rede, isso pode ser uma caracteristica que se

destaca na escolha da metodologia para estimacdo de volume de Eucalyptus.
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Capitulo 5: CONCLUSAO

De acordo com os resultados expostos acima, comprova-se a capacidade em
estimar volume de arvores de Eucalyptus spp utilizando o método de redes neurais
artificiais (RNA) com eficiéncia. O ajuste dos modelos de Schumacher e-Hall e Spurr,
confirmaram a adequacidade com resultados satisfatorios, 0 mesmo ocorreu com 0s
resultados avaliados com o treinamento das redes neurais para estimar o volume de
eucalyptus spp no Polo Gesseriso de Araripe — PE. O uso de RNA para estimacéao
de volume permite rapidez nos resultados e bom desempenho. Concluindo assim,
que a rede neural artificial € uma técnica eficiente para predicdo desta natureza.

A avaliacdo da qualidade do ajuste dos modelos por amostra demonstrou que
a eficacia dos resultados independe do tamanho da base de dados, no presente
estudo, pois foi observado certa instabilidade na evolucdo do desempenho dos
resultados em relacdo ao tamanho da amostra. O modelo de regressao que melhor
se ajustou aos dados foi o Shumacher e-Hall, este quando comparado com a
metodologia de RNA por amostra apresenta resultados bons, porém a RNA ainda
apresenta um acréscimo no resultado das estatisticas quando se adiciona uma
variavel categorica na rede, tipo de clone. A adicdo desse tipo de variavel a rede
neural artificial ndo € um problema a suposicdo da metodologia, a rede pode ser
treinada normalmente e ganha um incremento aos resultados, essa caracteristica
pode ser um destaque na escolha da metodologia para estimar o volume de
Eucalyptus spp.
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